T.C.
FIRAT UNIVERSITESI
FEN BIiLIMLERI ENSTITUSU

NOTROZOFIiK MANTIGIN GORUNTU BOLUTLEME
VE ORUNTU TANIMA ALANLARINDAKI YENi
UYGULAMALARI

Yaman AKBULUT
Doktora Tezi

Anabilim Dali: Elektrik-Elektronik Miihendisligi Teknolojileri
Damisman: Prof. Dr. Abdulkadir SENGUR

TEMMUZ-2018



T.C.
FIRAT UNIVERSITESI
FEN BIiLIMLERI ENSTITUSU

NOTROZOFiK MANTIGIN GORUNTU BOLUTLEME VE ORUNTU TANIMA
ALANLARINDAKI YENi UYGULAMALARI

DOKTORA TEZi

Yaman AKBULUT

(141138202)

Tezin Enstitiiye Verildigi Tarih : 25.06.2018

Tezin Savunuldugu Tarih :19.07.2018
Tez Damismani :  Prof. Dr. Abdulkadir SENGUR (F.U.)
Diger Jiiri Uyeleri :  Prof. Dr. Hanifi GULDEMIR (F.U.)

Doc. Dr. Erkan DENIZ (F.U.)
Doc. Dr. M. Fatih TALU (i.0.)
Dr. Ogr. Uyesi Omer F. ALCIN (B.U.)

TEMMUZ-2018



ONSOZ

Bu tez c¢alismasi Firat Universitesi Fen Bilimleri Enstitiisii Elektrik-Elektronik
Miihendisligi Teknolojileri doktora programinda hazirlanmistir. Goriintii boliitleme ve
oriintii tanima alanlarinda literatiirde sayisiz ¢alismalar yapilmistir ve yapilmaya devam
etmektedir. Bu alanlara bir de notrozofik mantik agisindan bakmak, yorumlamak, yeni
yontemler eklemek ve mevcut olanlart gelistirmek icin bu ¢alismaya basladik.

Bu stiregte tecriibesiyle bana yol gosteren, bilimsel katkilariyla yardimei olan, elindeki
tiim imkanlar1 sunmaktan ¢ekinmeyen, sonuna kadar kullandiran, her tiirlii sorunda kiigiik
bir dokunusla ¢éziime ulastiran ve bana bu ¢alismay1 yapma firsati veren danisman hocam
Prof. Dr. Abdulkadir SENGUR e sonsuz tesekkiirlerimi sunarim.

Enformatik boliim bagkant Dog¢. Dr. Galip AYDIN’a ve boliimdeki ¢alisma
arkadaslarima verdikleri destek i¢in tesekkiir ederim. Dr. Ogr. Uyesi Muzaffer ASLAN’a ve
Dr. Ogr. Uyesi Omer Faruk ALCIN’e tez taslaginin okunmasi, degerlendirilmesi ve
diizenlemesi konularinda katkilarindan dolayr tesekkiir ederim. Dr. Ogr. Uyesi Fatih
ERTAM’a sagladigi lojistik destek ve ileriye doniik diisiinceler icin tesekkiir ederim.
Kaynakea stili i¢in destek veren Ars. Gor. Ferhat UCAR’a tesekkiir ederim.

Ilinois Springfield Universitesi'ndeki ¢aligmalarim siiresince sagladig1 destek igin
TUBITAK-BIDEB’e tesekkiir ederim. Illinois Springfield Universitesi’ndeki danigmanim
Assistant Profesor Yanhui GUO’ya Amerika Birlesik Devletleri’ne gelis siirecindeki
yardimlar1 ve aragtirma projesindeki yonlendirmeleri i¢in tesekkiir ederim.

Tiibitak bursu dolayisiyla yurt dist goérevlendirmesini ¢ok kisa bir siirede
gerceklestiren basta Sayin rektoriimiiz Prof. Dr. Kutbeddin DEMIRDAG ve rektor
yardimcisi Prof. Dr. Halil HASAR olmak iizere tiim yonetim kurulu iiyelerine tesekkiir
ederim.

Ayrica biitlin zorluklara ragmen beni yalniz birakmayan, beni siirekli destekleyen ve
yasam kaynagim olan c¢ocuklarim Nazenin, Yigit Hamza ve sevgili esim Nevin
AKBULUT’a en i¢ten tesekkiirlerimi sunarim.

Bu doktora tezinin ndtrozofik mantik, goriintii boliitleme ve driintii tanima alanlarinda
calisma yapacak tiim arasgtirmacilara kiigiik de olsa bir katki saglamasimi dilerim.
Saygilarimla.

Yaman AKBULUT
ELAZIG-2018



ICINDEKILER

. Sayfa No
ONSOZ ...ttt bttt ettt s bt e e bt e b et et e e s bt e e n b e e bt e enb e e naeeanee 1
ICINDEKILER ..........oooiiiitiieeeeeeeeee et ene et en st se st nes s s s 11
OZET ...t bbbt b bbbt bt bbbt be b Vi
SUMMARY ettt b bbbttt ettt b et e e et e b e e VIl
SEKILLER LISTEST .......coooiiiiiiiiecceee ettt VIII
TABLOLAR LISTESI .....coooiiiiiiiiiee s X
KISALTMALAR LISTEST .......ocooiiiiiiiiiiicescses s Xl
SIMGELER LISTESI ..........cooiiiiiiiiiiicsscsse e X111
1. (] 0 2 1O 1
1.1, Literatiir INCEIEMESI......cviveireiiieicisieiseies et 1
0 S (11 14 1<) (<35 T TP RUPRTRRPRRPRUPRS 1
1.1.2.  Agirhiklandirilmis Asirt Ogrenme MaKinesi .........ccoveveviveriireveiiisersscsssseessssenne, 2
1.1.3.  K-En Yakin KOmMSUIUK .......ccccoiiiiiiiiiiie ettt re e saee b snee 5
1.1.4. Cizge Kesim ile GOriintii BOIIIEME ..........ccoviiiiiiiiiiiiiiciccc e 6
1.2 TEZIN ATNACT ..ttt ettt bbbttt e bt e ar b e e sbe e e nteenbeeebeesree s 8
1.3. Tezin Literatiire Katkilari...........ccoiiiiiiiii e 8
1.4, TEZIN OrQANIZASYONU.......ciueeiieeieiteesieetesteeste e s e e steeeesseesreesaesteesbeassesreesreeseesreeseans 9
2. NOTROZOFI VE NOTROZOFIK MANTIK ......cocovvvrininirnnrnnineeneennenns 11
2.1. G 54 1SS STSRSRS 11
2.2. INOLLOZOTT .ttt e et e e e e e e e neeanee s 11
2.3. Notrozofik Kiime ve Notrozofik MantiK..........ccccoooiiiiiiiiiiciieic e 12
2.4. Notrozofik Kiimelerle ISIEMIET .........coeveveveveieieieeee e, 15
2.5. NOroZOTIK PIKSEL.....ooiiiiiiiiiee e 15
2.6. Notrozofik Gortintii BOIGIEME ........c.ocoviiiiiiiiii e 16
3 CEKIRDEK NOTROZOFIK C-ORTALAMALAR KUMELEMESI .......... 18
3.1. €515 TSP UURTOPPPTPPPRPPI 18
3.2. Notrozofik C-Ortalamalar KUMEIEmME........cccvvviiiiiiiiiie i 18
3.3. CNCO: Cekirdek Notrozofik C-Ortalamalar Kiimeleme...........cocccveviveeiiiieeinnnnne 20
3.4. Deneyler ve SONUGIAT ........ccoiiiiiiiiiic e 22
34.1.  Yapay Veri OMeFi 1 ...ocoiiviiiiiieiiiiicceee et 24
3.4.2.  Yapay Veri OMNEFi 2 ....cococeviiiieeieieiiiecie et 26



3.4.3.
3.4.4.
3.4.5.
3.4.6.
3.4.7.
3.4.8.
3.4.9.
3.4.10.

4.1.
4.2.
4.2.1.
4.2.2.
4.2.3.
4.3.
4.3.1.
4.3.2.

5.1
5.2.
5.2.1.
5.2.2.
5.2.3.
5.3.

6.1.
6.2.
6.2.1.
6.2.2.
6.2.3.

Spektral Kiimeleme Yontemleriyle Karsilagtirma ..........cocccoovieiiiiiieii i, 27

Giriltili ve Aykirt Yapay Veri Kimeleri........cooovveiiiiiiiiiiiiiiicsecee 28
Farkl1 Cekirdeklerin Cesitli Yapay Veri Kiimelerinde Kullanilmasi.................... 30
Gergek Veri KHmesi OMNeEZi ©......ccovovvvevivevieieiiieieieeeeeeeeeeeeeeesessssse s 32
Gergek Veri Kmesi OrNedi 2.....c..cucvvviueiieeriiiieieeieiee e, 33
Gergek Veri Kmesi Ornedi 3........ccuvviveiieiviiiieiiecieese e, 33
Goriintii BOlitleme OINeSi 1....cvovvvevevevieieeeieceeeeeeeeeeeeeeeeses et 34
Goriintli BOIGtIeme OINei 2 ....vvvvveeeeeeeieeeeeeeeeeeteeeeeee ettt 35
NOTROZOFiK AGIRLIKLANDIRILMIS ASIRI OGRENME

MAKINEST ....ccooooiiiiiii s 37
L€ 51 5 ST PPRPPRRPI 37
ONEIIIEN YONLEM ....v.veecviiececeete ettt sttt ettt s s, 37
ASIr1 OFrenme MaKineSi ........ccvvvevvecueiieciesceeisseeesssesesesee st es s senes 37
Agirliklandiriimis Asirt Ogrenme MaKinesi .........ccocoveveveeeisicrericeerereseessesenenns 38
NAAOM: Nétrozofik Agirliklandirilmis Asirt Ogrenme Makinesi ..................... 39
Deneysel Caligmalar...........oooiiiiiiiiiii e 41
Yapay Veri Kiimeleri Uzerindeki Deneyler..............cccoueuevrrerieersrecerseerereseennnn, 42
Gergek Veri Kiimeleri Uzerindeki Deneyler............cooovevrieverieeereiecreiseereseseenen, 44
NOTROZOFIK KUME TABANLI k-EN YAKIN KOMSULUK
SINIFLANDIRICISE ... s 51
L€ 51 5 TR RPPRUPRPPR 51
ONETIIEN YONTEIM ...ttt 51
k-En Yakin Komsuluk SintflandiriCist ........cccvvverveiininiiee e 51
Bulanik k-En Yakin Komsuluk SiniflandiriCist........cccccoeivieviiiciieceecc e 52
NK-k-EYK: Notrozofik Kiime tabanli k-En Yakin Komsuluk Siniflandirici...... 53
Deneysel CaliSmalar...........ocuiiiiieiiiiii s 55
NOTROZOFIiK CiZGE KESIiM KULLANAN ETKIiLI BiR GORUNTU
BOLUTLEME ALGORITMASI .......cc.ooooiiiiiinineienesesieseseseissienens 62
{51 5 RS PPRTRSPPI 62
ONETIIEN YONTEIM ...ttt 62
NOroZOTIK GOTUNTI ....vveeiveieiiii et 62
Belirsizlik FIltrelemesi .........ccccooviiiiii 64
NCK: Notrozofik Cizge Kesim YONtemMi ....ceoveeieiiiieniiiiieiieeieesiee e 65



6.3. Deneysel SONUGIAT........ccviiiiiiiiiee s 69

6.3.1.  Niceliksel DeZerlendirme...........cccciiiiiiiiiiiiiic e 69
6.3.2. Dogal Gorilintiilerde Bagarim...........ccccoiiuiiiiiiiiiiieiiiie e 73
7. SONUCLAR VE DEGERLENDIRME ...........c.cccccovoiiinieirnrenesessssenienenon, 89
7.1. Sonuglarin Degerlendirilmesi.........ccocviieiiiiiiiiiic 89
7.2. Gelecekteki CaliSmalar...........ooiiiiiiiiie e s 90
7.3. B ;7 831 - PR UPR PR 91

KAYNAKLAR .. ..ottt 92

OZGECMIS ..ottt anees 102



OZET
Latince’den tarafsiz anlaminda “neuter” ve Yunanca’dan beceri/bilgelik anlaminda
“sophia” kelimelerinden olusan “Neutrosophy” Notrozofi, 1980 yilinda Smarandache
tarafindan tanitilmistir. Notrozofi, felsefenin, mantigin, kiime teorisinin, olasilik ve istatistik
bilgisinin bir araya getirildigi bir felsefe dalidir. <A> bir varlik ya da olay olarak tanimlansin;
bu durumda <Non-A>, <A> olmayanlar ve <Anti-A> ise <A>’nin tersidir. Notrozofi,
belirsizligi temsil eden <Neut-A> adli yeni bir kavram sunmaktadir. Ayrica <Neut-A>, ne
<A> ne de <Anti-A> olarak tanimlanamaz. N6trozofi, t’nin dogru, i’nin belirsiz ve f’nin
yanlig oldugu dnermesine dayanan bulanik mantigin bir genellestirilmesidir. t, i ve f; T, I
ve F araliklarindan gercek degerlerdir ve bunlar iizerinde hicbir kisitlama yoktur. Nétrozofi,
belirsizlik bilgisine sahip oldugundan bulanik mantik ile ¢oziilemeyen bircok problem
notrozofik mantik ile ¢oziilebilmektedir.
Bu tez calismasinda nétrozofik mantik kullanarak goriintii boliitleme ve Oriintii tanima
alanlarinda yeni yontemlerin eklenmesi ve var olanlarin gelistirilmesi amaglanmistir.
Onerilen algoritmalar ve yontemler asagida belirtilmistir:
e Qiriltii ve aykirn veriye sahip veri kiimelerinin kiimelenmesi i¢in Cekirdek
Notrozofik C-Ortalamalar (CNCO) kiimeleme yontemi,

e Dengesiz veri kiimelerinin siniflandirilmasi ig¢in  yeni bir Notrozofik
Agirliklandirilmis Asirt Ogrenme Makinesi (NAAOM) yontemi,

e Notrozofik Kiime tabanli k-En Yakin Komsuluk (NK-k-EYK) siniflandiricisi,

e Etkili bir goriintii bolitleme algoritmasi i¢in Notrozofik Cizge Kesim (NCK)
Onerilmistir.

Onerilen bu algoritma ve ydntemlerin basarimini degerlendirmek amaciyla gercek veri
kiimeleri, yapay veri kiimeleri ve ¢esitli goriintiiler {izerinde deneysel calismalar yapilmistir.
Deneysel ¢aligmalar, onerilen yontemlerin giiriiltii ve aykirt veri noktalar1 gibi belirsizlik
igeren veri kiimeleri ve gorintiiler izerinde dayanikli ve etkin bir yapiya sahip oldugunu
gostermektedir.

Bu tez ¢aligmasi, Tiirkiye Bilimsel ve Teknolojik Arastirma Kurumu (TUBITAK),
Bilim Insam Destekleme Daire Baskanlig1 (BIDEB), 2214/A Doktora Sirast Arastirma Burs
Programi kapsaminda desteklenmistir.

Anahtar Kelimeler: Notrozofi, nétrozofik mantik, nétrozofik kiime, goriintii boliitleme,

orlintli tanima, notrozofik c-ortalamalar, asir1 6grenme makinesi, k-en yakin komsuluk.
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SUMMARY
NOVEL APPLICATIONS OF NEUTROSOPHIC LOGIC IN THE FIELDS OF
IMAGE SEGMENTATION AND PATTERN RECOGNITION

Neutrosophy, composed of “neuter” in neutral sense from Latin and “sophia” in the
sense of skill/wisdom from Greek, was introduced by Smarandache in 1980. Neutrosophy is
a philosophy that brings together the knowledge of philosophy, logic, set theory, probability,
and statistics. <A> defined as an entity or event; in this case <Non-A> is non <A> and <Anti-
A> is the inverse of <A>. Neutrosophy presents a new concept, <Neut-A>, which represents
uncertainty. Furthermore, <Neut-A> cannot be defined as neither <A> nor <Anti-A>.
Neutrosophy is a generalization of fuzzy logic based on the assumption that t is true, i is
indeterminate, and f is false. t, i, fare in a range of T, I, F and they are real values and there
are no restrictions on them. Since neutrosophy has knowledge of uncertainty, many problems
that cannot be solved by fuzzy logic can be solved by neutrosophic logic.

In this thesis study, it is aimed to add new methods in image segmentation and pattern
recognition areas using neutrosophic logic and to develop existing ones. Proposed
algorithms and methods are as follows:

e Kernel Neutrosophic C-Means (KNCM) clustering method for clustering datasets

with noise and outliers,

e A novel Neutrosophic Weighted Extreme Learning Machine (NWELM) method

for classifying unbalanced data clusters,

e Neutrosophic Set-based k-Nearest Neighbor (NS-k-NN) classifier,

e Neutrosophic Graph Cut (NGC) is proposed for an efficient image segmentation

algorithm.

In order to evaluate the performance of these proposed algorithms and methods,
experimental studies on real datasets, artificial datasets, and on the various images have been
done. Experimental studies show that the proposed methods have a robust and efficient
structure, on images and datasets which contain uncertainty such as noise and outlier data
points.

This thesis was supported by “The Scientific and Technological Research Center of
Turkey” (TUBITAK), The Department of Science Fellowship and Grant Programmes
(BIDEB), within the scope of “2214/A Doctorate Research Fellowship Program”.
Keywords: Neutrosophy, neutrosophic logic, neutrosophic set, image segmentation, pattern

recognition, neutrosophic c-means, extreme learning machines, k-nearest neighbor.
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1. GIRIS
1.1. Literatiir incelemesi

Bu tez calismasindaki literatiir incelemesi, notrozofik mantik cercevesinde goriintii
boliitleme ve orlintli tamima alanlar1 i¢in bu ¢alismada Onerilen yontemlerle ilgili konu
basliklarina gore yapilmistir. Bu konu basliklari: kiimeleme, agirliklandirilmig asir1 6grenme

makinesi, k-en yakin komsuluk ve ¢izge kesim ile goriintii bolitlemedir.
1.1.1. Kiimeleme

Veri kiimelemesi veya kiime analizi, 6riintli tanima ve makine 6grenmesinde 6nemli
bir arastirma alani olup, daha ileri uygulamalar i¢in bir veri yapisinin anlagilmasina yardimci
olmaktadir. Kiimeleme islemi genellikle verilerin farkli kiimelere boliinmesiyle ele
alinmaktadir; burada kiimeler i¢indeki benzerlik ve farkli kiimeler arasindaki benzesmezlik
yiiksektir.

K-Ortalamalar (KO) kiimeleme, ¢ok sayida uygulamasiyla alanda 6ncii bir algoritma
olarak bilinmektedir. Simdiye kadar KO kiimeleme algoritmasinin bir¢ok ¢esidi onerilmistir
[1]. KO algoritmasi1 dogas1 geregi tiim veri noktalarina keskin iiyelikler atamaktadir. Bulanik
kiime teorisi Zadeh tarafindan [2] ortaya atildiktan sonra keskin tiyelikler kullanmak yerine
tiyelik fonksiyonlari tarafindan tanimlanan kismi iyelikler kullanmak kiime analizi
acisindan uygun sonuglar verdigi goriilmiistiir.

Veri kiimelemeye bulanik fikrini ilk 6nce Ruspini adapte etmistir [3]. Dunn, yeni bir
ama¢ fonksiyonunun yeniden tanimlandigi ve iiyeliklerin mesafeye gore giincellendigi
popiiler Bulanik C-Ortalamalar (BCO) algoritmasini 6nermistir [4]. Genellestirilmis BCO
Bezdek tarafindan tanitilmistir [5]. Birg¢ok uygulamada basarili sonuglar almasina ragmen
BCO’nun baz1 sakincalar1 vardir. Ornegin BCO, tiim veri noktalarmin ayn1 éneme sahip
oldugunu diistinmektedir. Giiriilti ve aykiri veri noktalar1 da BCO’nun iistesinden
gelemedigi konulardir. Bu sakincalari hafifletmek icin gec¢miste cesitli girisimlerde
bulunulmustur. Gustafson ve Kessel ¢alisma [6]’da, farkli kiime sekillerinin etkisini analiz
etmek i¢in BCO’da Mahalanobis mesafesini diisiinmiislerdir. Dave ve arkadaglar1 [7]
dairesel ve eliptik bi¢imli veri kiimeleri tizerinde etkili olan “Bulanik C-Kabuk” adl1 yeni bir

kiimeleme algoritmast Onermistir. Diger taraftan, BCO’nun giirtiltiiye kars1 sakincalari



incelenmistir. Calisma [8]’de arastirmacilar, BCO toplaminin kisitin1 bire gevseterek ele
alan Olasili C-Ortalamalar (OCO) algoritmasi onerilmistir. Pal ve arkadaslar1 [9] OCO ve
BCO algoritmalarmin bir kombinasyonu olarak diisiiniilen kiimelenme merkezlerinin hem
goreceli hem de mutlak benzerliklerini hesaba katmustir.

Son zamanlarda, bir veri noktasinin ayn1 anda birka¢ alt kiimeye ait olabilecegini
diistinen sayisiz kiimeleme algoritmalart gelistirilmistir [10]. Bu yaklagimlar kanitlayici
(evidential) teorisine dayanarak benimsenmistir [11]. Masson ve Denoeux, kanitlayici c-
ortalamalar algoritmasini1 (KCO) 6nermistir [11]. Arastirmacilar, daha sonra iliskisel KCO
(IKCO) algoritmasim gelistirdiler [12]. Guo ve Sengiir, ntrozofik mantiga dayal1 olarak
notrozofik c-ortalamalar (NCO) [13] ve nétrozofik kanitlayict c-ortalamalar (NKCO) [14]
kiimeleme algoritmalarini 6nermistir. NCO’da, BCO yonteminin giiriiltii ve aykir1 veriler
tizerindeki zayifliginin iistesinden gelmek i¢in yeni bir maliyet fonksiyonu gelistirilmistir.
NCO algoritmasinda hem giiriiltii hem de aykir1 deger reddi icin iki yeni ret tiirli
gelistirilmistir.

BCO algoritmasimnin bir diger 6nemli dezavantaji, dogrusal olmayan ayrilabilir
kiimelere kars1 kiimeleme basarisizligidir. Bu dezavantaj, BCO algoritmasindaki Mercer
cekirdegi gdz Oniine alarak veri noktalarin1 dogrusal olmayan bir sekilde daha yiiksek bir
boyutsal Oznitelik uzayina doniistiirerek azaltilabilir [15]. Mercer ¢ekirdeginin BCO
algoritmasina eklenmesi ¢ekirdek BCO (CBCO) algoritmasi olarak adlandirilmistir ve
ozellikle dairesel ve eliptik sekilli kiimeler iizerinde daha iyi kiimeleme sonuglar1 elde

etmistir.
1.1.2.  Agirhiklandirilmis Asint Ogrenme Makinesi

Asirt grenme makinesi (AOM), 2016 yilinda Huang ve arkadaslar1 [16] tarafindan
tek-gizli katmanl ileri beslemeli (TGKIB) ag olarak ileri siiriilmiistir. AOM nin gizli
katman parametreleri rastgele baslatilir ve ¢ikis agirliklart en kiigiik kareler algoritmasi
kullanilarak belirlenir. Bu 6zellikten otiirii, AOM hizli dgrenme yetenegine, daha iyi
basarima ve verimli hesaplama maliyetine sahiptir [16—-19] ve sonug olarak farkli alanlarda
uygulanmigtir.

Bununla birlikte, AOM biiyiik ve yiiksek boyutlu gercek veri kiimesindeki alakasiz
degiskenlerin varligindan kotii sekilde etkilenmektedir [17, 20]. Metin siniflandirmasi, hata
tespiti, dolandiricilik tespiti, uydu goriintiilerinde petrol sizintilarinin tespiti, zehir bilimi,

zirai modelleme ve tibbi tan1 gibi ger¢ek uygulamalarda dengesiz veri kiimesi sorunu ortaya



cikmaktadir [21]. Bir¢ok zorlayici (zorlu) ger¢ek problemler, en az bir sinifin digerlerine
gore az temsil edildigi egitim verileriyle tanimlanmaktadir. Dengesiz veri sorunu genellikle,
farkli smiflarin 6gelerini yanlis smiflandirmanin asimetrik maliyetiyle iligskilendirilmistir.
Buna ek olarak, test veri kiimesinin dagilimi egitim Orneklerinden farkli olabilir. Sinif
dengesizligi, bir simiftaki Orneklerin sayist diger smiftan ¢ok fazla oldugunda ortaya
cikmaktadir [22].

Dengesizlik sorunu ile miicadele etmeyi amaglayan yontemler, algoritmik tabanli
yontemler, veri tabanli yontemler, maliyete duyarli yontemler ve siiflandirici topluluklar
temelli yontemler olmak tizere dort gruba ayrilabilir [23]. Algoritmik tabanli yaklagimlarda,
azinlik siifi smiflandirma dogrulugu her sinif i¢in agirliklar1 ayarlayarak gelistirilmistir
[24]. Yeniden 6rnekleme yontemleri, siniflandiricilarin gelisimine katki saglamayan veri
temelli yaklagimlarda goriilebilir [25]. Maliyet duyarli yaklasimlar, ¢ogunluk simifi ve
azinlik sinifinin egitim orneklerine c¢esitli maliyet degerleri atamaktadir [26]. Son
zamanlarda, topluluk temelli yontemler dengesiz bir veri kiimesinin siniflandirilmasinda
yaygin olarak kullanilmaktadir [27]. Torbalama (bagging) ve artirma (boosting) yontemleri,
iki popiiler topluluk yontemidir.

Sinif dengesizligi sorunu literatiirde ¢ok dikkat ¢ekmistir [28]. Sentetik azinlik asir1
ornekleme teknigi (SAAOT) [24], azinlik sinifi drneklerini yapay olarak elde etmek igin 6n
islemeyi kullanan en popiiler yeniden drnekleme ydntemi olarak bilinmektedir. SAAOT, her
azinlik siifi 6rnegi i¢in en yakin azinlik simifi komsusuna katilan yeni bir 6rnek olusturur.
Sinirdaki-SAAOT [29], Artirrmli-SAAOT [30] ve Degistirilmis-SAAOT [29], SAAOT
algoritmasimin iyilestirilmis (gelistirilmig) bigimlerinden bazilaridir. Buna ek olarak,
siniflandirilmasi zor bazi azinlik sinifi 6rnekleri tanimlayan bir asir1 6rnekleme yontemi
Onerilmistir [31]. Asirt drneklemeyle torbalamanin kullanildigr bir diger asir1 6rnekleme
yontemi [32]’de sunulmustur. Arastirmacilar [33]’te, torbalama ve gii¢lendirme
yontemlerini birlestirerek cifte topluluk siniflandirici kullanmay1 se¢mislerdir. Baska bir
calismada [34] arastirmacilar, carpik (skewed) dagilima sahip verilerin siniflandirma
basarimini artirmak i¢in ornekleme ve topluluk tekniklerini birlestirmislerdir. Egitim seti
dengeleninceye kadar ¢cogunluk sinif 6rneklerini rastgele kaldiran bir baska yontem, yani
rastgele alt ornekleme (RAO) o&nerilmistir [34]. Wang ve Japkowicz [35] deki
caligmalarinda saf Destek vektor makinesine (DVM) kiyasla azinlik simifi siniflandirma
dogrulugunun arttig1 bir Artirrmli DVM 06nermislerdir. Arastirmacilar tarafindan [36]’da, k-
en yakin komsuluk (k-EYK) siniflandiricisinin kabul edildigi maliyete duyarli bir yaklagim



Onerilmistir. Buna ek olarak, dengesiz veri siniflandirmasi i¢in bir DVM tabanli maliyete
duyarl bir yaklasim [37]’de Onerilmistir. Dengesiz veri siniflamasini ele almak igin karar
agaclar1 [38] ve lojistik regresyon [39] tabanli yontemler de Onerilmistir.

Dengesiz bir veri kiimesiyle egitilmis bir AOM siiflandiricisi, ¢ogunluk simifina
dogru 6nyargili olabilir ve azinlik sinifinin dogrulugundan 6diin vermek suretiyle cogunluk
smnifinda yiiksek bir dogruluk elde edebilir. Agirliklandiriimis AOM (AAOM), dengesiz veri
kiimeleri iizerinde AOM’nin smiflandirma eksikligini hafifletmek icin kullanilmistir ve
maliyetle orantili agirliklandirilmis 6rnekleme yontemlerinden biri olarak goriilebilir [40].
AOM, iki-sinifli bir problemdeki pozitif ve negatif gibi tiim veri noktalarma ayni yanls
simiflandirma maliyet degerini atamaktadir. Negatif Orneklerin sayisit pozitif drneklerin
sayisindan ¢ok daha fazla oldugunda ya da tam tersi durumda, tiim 6rneklere ayni yanlis
smiflandirma maliyet de@erinin atanmasi, geleneksel AOM’nin dezavantajlarindan biri
olarak goriilebilir. Dogrudan bir ¢6ziim, siniftaki dagilima gore yanlis siniflandirma maliyet
degerlerini, siniftaki 6rnek sayisiyla ters orantili bir agirliklandirma semasi bigiminde elde
etmektir. Aragtirmacilar [22]’deki ¢alismada yigin ile yigin (chunk-by-chunk) ve tek-tek
(one-by-one) o6grenmede dengesizlik problemini hafifletmek i¢in agirliklandirilmis
cevrimici ardisik AOM (ACA-AOM) algoritmas: 6nermislerdir. Hesaplama agisindan
verimli bir sekilde agirlik ayar1 segilmistir. Tanimato agirliklandirilmis AOM (T-AAOM),
kimyasal bilesik biyolojik etkinligini ve diger ayrik ikili gdsterimi olan veriyi tahmin etmek
icin kullanilmustir [41]. Arastirmacilar [42] de el yazis1 rakamlar1 tanimast igin bir TGKIiB
AOM sunmuslardir. Giris ve ¢ikis agirliklar: genel olarak en kiigiik karelerin toplu 6grenme
tiirii ile optimize edilmistir. Oznitelikler belirlenen pozisyonlara atanmistir. Baska bir
AAOM algoritmasi olan alt-grup cevrimigi ardisik topluluk AOM (AGCAT-AOM), Mirza
ve arkadaslar1 [43] tarafindan ACA-AOM’den esinlenerek onerilmistir. AGCAT-AOM,
kavram siiriikleyici bir veri akigindan smif dengesizligi Ogrenmeyi ele almay:
amaglamaktadir. Baska bir topluluk temelli AAOM yontemi Zhang ve arkadaslar1 [44]
tarafindan Onerilmistir; burada topluluktaki her temel 6grenicinin agirlig1 diferansiyel evrim
algoritmasi ile optimize edilmistir. Aragtirmacilar [45], sinif dengesizligini 6grenmek i¢in
asiri-ornekleme-tabanli ¢evrimici torbalama (ASOCT) ve alt-drnekleme-tabanli ¢evrimici
torbalama (ALOCT) kapsaminda yeniden drnekleme stratejisini daha da gelistirmislerdir.

Dengesizlik konusunda ¢ok fazla farkindalik yaratilmis olmasina ragmen, 6nemli

(kilit) konularin bir¢ogu hala ¢o6ziilmemistir ve biiyilk veri kiimelerinde daha sik



karsilagilmaktadir. Agirlik degerlerinin belirlenmesi AOM tasarimimin anahtaridir. Giiriiltii

ve aykiri veriler gibi farkli durumlar dikkate alinmalidir.
1.1.3. k-En Yakin Komsuluk

En eski ve en basit yaklasim olarak bilinen k-en yakin komsuluk (k-EYK) parametrik
olmayan egiticili bir siniflandiricidir [46, 47]. Bu siniflandirici, bilinmeyen bir 6rnegin sinif
etiketini, egitim setinde depolanan k-EYK ile belirlemeyi amaglamaktadir. En yakin k
komsuluklar1 bazi uzaklik fonksiyonlarina dayali olarak belirlenmektedir. En eski ve en basit
yaklasim oldugundan, kalp ritim bozuklugu bulma [48], iflas tahmini [49], diyabet
hastaliklarinin teshisi [50], insan eyleminin taninmasi [51] metin siniflandirmasi [52] gibi
cok sayida veri madenciligi ve orlintli tanima uygulamasi yapilmistir.

k-EYK basarili sonuglar vermesine ragmen, onun hassasiyetini artirmak i¢in bazi
iyilestirmeler yapilmistir. Bulanik teori tabanli k-EYK (Bulanik k-EYK) en basarili olanlar
arasindadir. K-EYK, egitim veri rnekleri i¢in net (keskin) iiyelik degerleri tiretirken bulanik
k-EYK, smif etiketlerinin belirlenmesini artiran siirekli tyelik degerlerini net iyelik
degerlerinin yerine kullanmaktadir.

Bulanik teoriyi k-EYK yaklasimina dahil eden kisiler Keller ve arkadaslaridir [53].
Arastirmacilar, bulanik {iiyelikleri etiketlenmis Orneklere atamak igin {i¢ farkli yontem
onermislerdir. Bulanik tyeliklerin belirlenmesinden sonra, test Orneginin nihai sinif
etiketinin belirlenmesi i¢in bulanik tiyeliklerin agirliklandirilmas: gerekmektedir bunun i¢in
de bazi uzaklik fonksiyonlari kullanilmistir. Geleneksel bulanik k-EYK algoritmasi
tarafindan tiyelik atanmasi, bazi uzaklik fonksiyonlarinin seg¢imine bagli oldugu i¢in bir
dezavantaja sahiptir. Bu dezavantaji gidermek igin, Pham ve arkadaslar1 [54] en uygun
sekilde agirliklandirilmis bir bulanik k-EYK yaklasimi Onermislerdir. Arastirmacilar,
bulanik k-EYK yaklagiminin etkinligini artirmak i¢in kullanilan en uygun agirliklar
belirlemek i¢in bir hesaplama semasi1 tanitmiglardir.

Denocux ve arkadaslar1 [55], egitim veri 6rneklerinin tiyeliklerini hesaplamak igin
Dempster-Shafer teorisinin kullanildig1 bir k-EYK y6ntemi 6nermislerdir. Arastirmacilar,
siiflandirilacak bir 6rnegin her bir komsusunun bir kanit maddesi olarak kabul edildigini
ve destek derecesinin, uzakligin bir fonksiyonu olarak tanimlandigini varsaymiglardir. Nihai
smif etiket atamasi Dempster’in kombinasyon kuraliyla halledilmistir. Diger bir kanit
teorisine dayali k-EYK yaklasimi Zouhal ve arkadaslari tarafindan Onerilmistir [56].

Arastirmacilar, aitlik derecesine ek olarak, belirsizligi modellemek i¢in bilgisizlik sinifini



gelistirmiglerdir. Sonrasinda, Zouhal ve arkadaslart [57], BKK-EYK ile gosterilen
genellestirilmis bir k-EYK yaklagimi Onermistir. Boylece arastirmacilar K-EYK’nin
siiflandirma basarimini artirmak i¢in bulanik teoriyi benimsemislerdir. BKk-EYK fikri, her
bir egitim 6rneginin her smif i¢in bir dereceye kadar tliyelige sahip oldugu diislincesinden
ortaya ¢cikmigtir. Buna ek olarak, Liu ve arkadaslar1 [58], kanit bulmaya dayali bulanik-inang
(fuzzy-belief) k-en yakin komsuluk (BIk-EYK) smiflandiriciyr énermislerdir. BIk-EYK
algoritmasinda her bir etiketlenmis 6rnek kendi komsuluklarina gore her sinifa bir bulanik
tiyelikle atanmistir. Test orneginin siif etiketi, nesne ile k en yakin komsular1 arasindaki
uzakliklardan belirlenen k temel inang (belief) atamalari ile belirlenmistir.

Ik-EYK siniflandiricist ile gosterilen k-EYK tabanli bir inang teorisi Liu ve arkadaslar
tarafindan tanitilmistir [59]. Arastirmacilar meta sinifi kullanarak belirsiz verileri ele almay1
hedeflemislerdir. Onerilen ydntem basarili sonuglar iiretse de, hesaplama karmasiklig1 ve
k’ye olan duyarlilik, bir¢ok siniflandirma uygulamasi i¢in yaklagimi uygun bulmamaktadir.

Derrac ve arkadaglar1 [60], aralik degerli (interval-valued) bulanik kiimelerin
kullanildigi bir evrimsel (evolutionary) bulanik k-EYK yaklagim1 6nermistir. Arastirmacilar,
sadece yeni bir liyelik fonksiyonu dnermekle kalmamislar, ayn1 zamanda yeni bir oylama
semas1 Onermislerdir. Dudani ve arkadaslar1 [61], uzaklikla agirliklandirilmis (distance-
weighted) k-EYK (Ak-EYK) olarak adlandirilan k-EYK i¢in agirliklandirilmis bir oylama
yontemi onermistir. Arastirmacilar, uzaklikla agirliklandirilmis fonksiyonu kullanarak yakin
komsularin uzak olanlardan daha fazla agirlik aldigini varsaymislardir. Gou ve arkadaslar
[62], uzaklikla ¢ift agirliklandirilmis bir fonksiyonun ortaya kondugu bir uzaklikla
agirhiklandirilmis k-EYK (CAK-EYK) yontemini 6nermislerdir. Onerilen yontem, k
degerinin se¢imi igin yeni bir yaklasim kullanarak gelencksel k-EYK’nin basarimini

gelistirmistir.
1.1.4. Cizge Kesim ile Goriintii Boliitleme

Klasik bir tanimla goriintii boliitlemesi, bir giris goriintiisiinlin 6nceden tanimlanmaig
kriterlere gore birbirinden ayri, homojen ve anlaml alt goriintiilere boliinmesi islemidir.
Goriintii boliitleme ayrica birgok bilgisayar gérmesi ve Oriintii tanima uygulamalarinda
onemli ve kritik bir adim olarak bilinmektedir. Bir¢ok arastirmaci goriintii boliitleme iizerine
caligmaktadir ve ¢ok sayida ¢alisma yapilmistir [63].

Yaymlanmis calismalar arasinda, ¢izge tabanli boliitleme algoritmalari 6nemli bir

goriintii boliitleme kategorisini olusturmaktadir [64]. Bir G ¢izgesi, G = (V,E) olarak



gosterilebilir; burada V koselerin bir kiimesi ve E kenarlarin bir kiimesidir. Bir goriintiide
koseler bir piksel veya bir bolge olabilir ve kenarlar komsu koseleri birbirine baglamaktadir
[65]. Agirlik, piksellerin baz1 6zelliklerini kullanarak her bir kenar ile iliskilendirilen negatif
olmayan bir benzesmezlik 6l¢iitiidiir.

Notrozofinin goriintii tizerindeki belirsizligi yorumlama avantaji kullanilarak goriintii
boliitleme icin NK ve ¢izge kesim (CK) birlestirilmistir. NK bulanik kiimenin bir uzantisidir
[66]. NK teorisinde bir kiimenin iiyelerinin sirasiyla dogruluk, yanlishik ve benzerlik
dereceleri vardir [67]. Bu nedenle, belirsizlik bilgileriyle bas edebilme yetenegine sahiptir
ve hemen hemen tiim miihendislik topluluklarinda dikkat ¢gekmistir. Daha sonra, NK tabanl
renk ve doku boliitlemesi [68—75], NK tabanli kiimeleme [13, 76, 77], goriintii esiklemesi
icin NK tabanli benzerlik [78], NK tabanli kenar algilama [79] ve NK tabanli seviye ayari
(level set) [80] gibi ¢ok sayida ¢alisma yapilmistir.

Peng ve arkadaslari [81] tarafindan ¢izge tabanli goriintii boliitleme {izerine sistematik
bir anket ¢alismasi yapilmistir. Bu calismada, aragtirmacilar ¢izge tabanli goriintii boliitleme
yontemlerini bes gruba ayrrmustir. f1k kategori en kiigiik kapsayan aga¢ (EKKA) yontemidir.
EKKA, ¢izge teorisinde sayisiz eser ile popiiler bir kavramdir. Calisma [82]’de EKKA’ya
dayali1 hiyerarsik bir goriintii boliitleme yontemi onerilmistir. Bu yontem giris goriintiisiinii
yinelemeli bir sekilde boliitlemistir. Her yinelemelede, bir alt ¢izge olusturulmus ve son
yinelemede belirli sayida alt ¢izge vardir. Calisma [83]’te, iki alt ¢izgedeki ve gizgeler
arasindaki farklar1 kullanarak EKKA tabanli bir gortintii boliitleme algoritmasi iiretmek igin
bir bolge birlestirme islemi benimsenmistir.

Maliyet fonksiyonu tabanli ¢izge kesim yontemleri ikinci kategoriyi olusturmaktadir.
En popiiler ¢izge tabanli boliitleme yontemleri bu kategoridedir. Wu ve arkadaslar1 [65]
cizge teorisini goriintii boliitlemeye uygulamistir ve bir maliyet fonksiyonunu en aza
indirgemek i¢in popiiler bir en kii¢iik kesim (EKK) yontemini onermistir. Normalize kesim
(Nkesim) adinda bir ¢izge tabanli goriintii boliitleme yaklagimi sunulmustur [84]. Bu
yaklagim, 6z degerli sistem sunarak EKK yonteminin eksikliklerini hafifletmistir. Wang ve
arkadaglar1 [85] ¢izge tabanli bir maliyet fonksiyonu ve yontem sunmustur ve bunu kesim
sinirt boyunca farkli kenar agirliklarinin toplaminin orani olarak tanimlamislardir. Ding ve
arkadaglar1 [86] iki alt ¢izge arasindaki benzerligin en aza indirgendigi ve her bir alt ¢izge
icindeki benzerligin en yiiksege cikarildigi EKK yonteminin zayifligin1 azaltmak icin bir
maliyet fonksiyonu sunmustur. Baska bir etkin ¢izge tabanli goriintii boliitleme yontemi

[87]’de onerilmistir ve hem i¢c hem de sinir bilgileri dikkate alinmistir. Dig sinir ve i¢ bolge



arasindaki orani en aza indirgemistir. Ortalama kesim, kesim smirindaki ortalama kenar
agirligini en aza indirgemek icin kenar agrilik fonksiyonunu [85] igermektedir.

Markov rassal alanlarina (MRA) dayanan yontemler tigiincii kategoride ve en kisa yol
(EKY) tabanl yontemler dordiincii kategoride bulunmaktadir. Genellikle MR A tabanli ¢izge
kesim yoOntemleri maliyet fonksiyonlu bir ¢izge yapisinm1 olustururlar ve boliitleme
problemini ¢6zmek i¢in bu maliyet fonksiyonunu en aza indirgemeye calisirlar. EKY tabanlt
yontemler, iki kose arasindaki en kisa yolu aramaktadir [81] ve boliimlerin sinirlar1 en kisa
yol kullanilarak elde edilmektedir. EKY tabanli boliitleme yontemleri kullanicilarla
etkilesime ihtiya¢ duymaktadir.

Diger ¢izge tabanli yontemler besinci kategoride toplanmistir. Grady’nin [88] rastgele
yirliylis (RY) yontemi, piksel etiketlerini elde etmek icin agirliklandirilmis bir cizge
kullanmistir ve sonra bu agirliklar RY’nin kenardan ge¢me ihtimali olarak
degerlendirilmistir. Son olarak bir piksel etiketi, RY 'nin ilk ulastig1 tohum noktasi tarafindan

atanmigtir.
1.2. Tezin Amaci

Bu tez calismasinin amaci, notrozofik mantik ¢ercevesinde goriintli boliitleme ve
Ortintii tanima alanlari i¢in yeni yontemler ve algoritmalar gelistirmektir. Notrozofi, dogasi
geregi, belirsizlik durumlarinin iistesinden gelebilmektedir. Bu amagla belirsizlik durumunu
giderebilen notrozofik tabanli yeni bir kiimeleme algoritmasi 6nerilmistir. Bunun yani sira
notrozofik kiimenin katkisiyla belirsiz ve aykiri veriye sahip veri kiimelerinde (siniflarinda)
basarili olmas1 6n goriilen iki adet yeni siniflandirict yontemi onerilmesi amaglanmistir.
Onerilen bu simflandiricilarin literatiirdeki bir¢ok siiflandirma probleminin ¢dziimiinde
kullanilacagi timit edilmektedir. Ayrica goriintii boliitleme uygulamasi olarak 6zellikle
giiriiltli igeren gorilintiiler icin yeni bir nétrozofik ¢izge kesim yoOntemi gelistirilmesi

distinilmiistiir.
1.3. Tezin Literatiire Katkilar:

Bu tez calismasi kapsaminda bir adet yurti¢i uluslararasi konferans bildirisi [89]
sunulmus ve bes adet uluslararasi Science Citation Index Expanded indeksli makale [90-94]
yayinlanmistir. Ayrica bu tez ¢alismasi, Tiirkiye Bilimsel ve Teknolojik Arastirma Kurumu

(TUBITAK) Bilim insan1 Destekleme Baskanligi (BIDEB) tarafindan verilen 2214/A Yurt



dist doktora sirasi arastirma burs programi kapsaminda 2016/2 doneminde 9 ay siireyle

desteklenmistir.

1.4.

Yayinlar ve arastirma bursuyla ilgili ayrintilar asagida belirtilmistir:

Akbulut, Y., Sengiir, A., & Guo, Y. (2016, September). Texture segmentation
based on Gabor filters and neutrosophic graph cut. In International conference on
advanced technology & sciences (ICAT’16), Konya, Turkey (pp. 336-339).

Akbulut, Y., Sengiir, A., Guo, Y., & Polat, K. (2017). KNCM: Kernel
Neutrosophic c-Means Clustering. Applied Soft Computing, 52, 714-724.

Akbulut, Y., Sengiir, A., Guo, Y., & Smarandache, F. (2017). A Novel
Neutrosophic Weighted Extreme Learning Machine for Imbalanced Data
Set. Symmetry, 9(8), 142.

Akbulut, Y., Sengiir, A., Guo, Y., & Smarandache, F. (2017). NS-k-NN:
Neutrosophic Set-Based k-Nearest Neighbors Classifier. Symmetry, 9(9), 179.

Guo, Y., Akbulut, Y., Sengiir, A., Xia, R., & Smarandache, F. (2017). An Efficient
Image Segmentation Algorithm Using Neutrosophic Graph Cut. Symmetry, 9(9),
185.

Guo, Y., Sengiir, A., Akbulut, Y., & Shipley, A. (2018). An Effective Color Image
Segmentation Algorithm Based on Neutrosophic Adaptive Meanshift Clustering.
Measurement, 119, 28-40.

TUBITAK BIDEB 2214/A yurt dis1 doktora sirasi arastirma bursu 2016/2
doneminde Department of Computer Science University of Illinois at Springfield
(UIS), Springfield, IL, USA boliimii i¢in destek alinmasi sonrasi Eyliil 2017 ve

Haziran 2018 tarihleri arasinda arastirma ¢alismasi yapilmistir.

Tezin Organizasyonu

Bu doktora tezi yedi bolimden olusmaktadir. Birinci boliimde, tez konusuyla ilgili

kapsamli bir literatiir arastirmasi ve incelemesi yapilmistir. Tezin amaglar1 ortaya konarak

literatiire yapilan katkilar belirtilmistir. Son olarak tezin organizasyonu yine bu boliimde

verilmistir.



Ikinci béliimde, tez calismasi siiresince tez konusu ile ilgili olarak ele alman ve
calisilan yoOntemlerin, algoritmalarin temelini olusturan Noétrozofi, Nétrozofik Kiime,
Notrozofik Mantik, Notrozofik Goriintii Boliitleme kavramlart ve konular1 hakkinda bilgi
verilmistir.

Ugiincii boliimde, veri kiimelemedeki zorluklarin baginda gelen giiriiltii ve aykir1 veri
ele alinmistir. Bu amagla literatiirde mevcut olan ve bu tiir belirsizlik durumlarina karsi
dayanikli olan noétrozofik c-ortalamalar (NCO) algoritmasindan esinlenerek c¢ekirdek
notrozofik c-ortalamalar (CNCO) yontemi gelistirilmistir. Boylece hem belirsizlik
durumuyla hem de dogrusal olmayan ayrilabilir veriler {izerinde kiimeleme caligmalari
yapilmistir. CNCO yontemi, yapay ve gergek veri kiimelerinde test edilmistir. Bu boliimdeki
caligmalarin degerlendirilmesi sonucunda bir makale yaymlanmistir [90].

Dérdiincii boliimde, dengesiz veri kiimelerindeki siniflandirmada yetersiz kalan asir1
ogrenme makinesinin (AOM) nétrozofik agidan yorumlanmasiyla yeni bir nétrozofik
agirliklandirlmis AOM  (NAAOM) yéntemi ortaya cikmustir. NAAOM ydnteminin
degerlendirilmesi amaciyla yapay veri kiimeleri ve gercek veri kiimeleri iizerinde
smiflandirma uygulamalari yapilmistir. Bu boliimdeki ¢alismalarin degerlendirilmesi
sonucunda bir makale yaymlanmistir [91].

Besinci boliimde, Notrozofik Kiime tabanli k-En Yakin Komsuluk (NK-k-EYK)
siniflandiricisi tasarlanmistir ve onerilmistir. Siniflandiricinin, siiflandirma basarim oranini
artirmak i¢in NK iyelikleri benimsenmistir. NK-k-EYK yOnteminin basarimi yapay ve
gercek diinya veri kiimeleri iizerinde kapsamli deneyler yapilarak degerlendirilmistir. Bu
bolimdeki ¢alismalarin degerlendirilmesi sonucunda bir makale yayinlanmigtir [92].

Altinct béliimde, nétrozofinin goriintli lizerindeki belirsizligi yorumlama avantaji
kullanilarak goriintii boliitleme icin NK ve ¢izge kesim (CK) birlestirilmis ve etkili goriintii
boliitlemesi i¢in Notrozofik Cizge Kesim (NCK) adinda yeni bir yontem Onerilmistir. Bu
yontemde, uzamsal ve yogunluk bilgisine dayali bir belirsizlik filtresi olusturulmus ve
gorlintii lizerinde bir ¢izge tanimlanmistir. Goriintiileri boliitlemek i¢in en biiylik akis
algoritmasindan yararlanilmistir. Hem giiriiltiisiiz hem de farkli giiriiltii seviyelerine sahip
dogal goriintiiler kullanilarak NCK yontemi degerlendirilmistir. Bu boliimdeki ¢alismalarin
degerlendirilmesi sonucunda bir makale [93] ve bir bildiri [89] yaymlanmustir.

Son boliim olan yedinci boliimde, tez calismasi ve 6nerilen yontem ve algoritmalarin
sonuglar1 degerlendirilmis ve katkilar1 belirtilmistir. Gelecekte c¢alisilmasi diisiiniilen

konulara yer verilmistir.
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2.  NOTROZOFIi VE NOTROZOFIiK MANTIK
2.1. Giris

Notrozofi, felsefenin, mantigin, kiime teorisinin, olasilik ve istatistik bilgisinin bir
araya getirildigi bir felsefe dalidir [67]. Notrozofi, belirsizligi temsil eden <Neut-A> adli
yeni bir kavram sunmaktadir ve bu bulanik mantikla ¢oziilemeyen bazi problemleri
¢ozebilmektedir [71]. Ornek olarak, bir makale iki hakeme génderilmis olsun ve her ikisi de
makalenin kabuliinii %90 olarak belirlesinler. Ancak iki hakemin farkli gegmisleri olabilir.
Bunlardan birisi bir uzman ve digeri de bu alandaki yeni bir kisi olsun. Ayn1 kabul diizeyine
sahip olmalarina ragmen, iki hakemin makalenin son karari tizerindeki etkileri farkli
olmalidir. Bulanik mantigin iyi bir is ¢ikaramadig1 belirsiz kosullar1 i¢ceren, hava durumu
tahmini, hisse senedi fiyati tahmini ve siyasi segimler gibi birgok benzer problem
bulunmaktadir [2].

2.2. Notrozofi

Latince’den tarafsiz anlaminda “neuter” ve Yunanca’dan beceri/bilgelik anlaminda
“sophia” kelimelerinden olusan “Neutrosophy” Notrozofi, 1980 yilinda Smarandache
tarafindan tanitilmistir [66]. Notrozofi, t’nin dogru, i’nin belirsiz ve f’nin yanlis oldugu
Onermesine dayanan bulanik mantigin bir genellestirilmesidir. ¢, i ve f; T, I ve F
araliklarindan gergek degerlerdir ve bunlar lizerinde hicbir kisitlama yoktur. Asagida farkli

mantik tiirlerine 6rnek verilmektedir [66]:

e Sezgisel mantik: 0 <n < 100i¢in, 0 < ¢,i, f < 100.

e Bulanik mantik: n =1001i¢in, i =0ve 0 <t, f < 100.

e  Ikili (Boolean) mantik: n = 100 igin, i = 0, t ile f ya 0 ya da 100.
e Paraconsistent mantik: n > 100 i¢in, ¢, f < 100.

e Dialetheist mantik: t = f = 100 ve i = 0.

Asagidaki iki 6rnek, bulanik mantigin genellemesi olan ndtrozofinin, diger mantik

tiirlerine gore insan mantigina nasil daha yakin oldugunu géstermeye yardimci olacaktir:



e “Yarm yagmur yagacak” ifadesinde, sabit bir degerden bahsetmiyoruz.
Notrozofik terimlerle %60 dogru (t), %50 belirsiz (i) ve %30 yanlis (f) oldugunu
sOyleyebiliriz [95].

e Gergeklik degeri de gozlemciye gore defismektedir. “Yaman zekidir” ifadesi,
danigsmanina gore (0,35, 0,67, 0,6), kendisine gore (0,8, 0,25, 0,1), esine gore (0,5,
0,2, 0,3) olabilir.

Notrozofi insan aklina daha yakindir, ¢iinkii insan zihni gibi, ¢esitli gézlemcilerden
aldig1 bilginin ya da dilsel yanlishgin belirsizligini yakalar. Belirsizlik, eksik bilgiden,
edinim hatalarindan veya rastgelelikten kaynaklanabilir [96]. Notrozofi, bulanik mantik,
klasik mantik ve kesin olmayan olasiligi genellestiren ¢oklu degerli bir mantik olan

notrozofik mantigin temelidir.
2.3. Notrozofik Kiime ve Notrozofik Mantik

Bir Notrozofik Kiime (NK), sezgisel kiimenin, bulanik kiimenin, paraconsistent
kiimenin, dialetheist kiimenin, paradoksist kiimenin ve bir totolojik kiimenin
genellestirilmesidir [2, 67, 97-99]. <A> bir varlik ya da olay olarak tanimlansin; bu durumda
<Non-A>, <A> olmayanlar ve <Anti-A>, <A>"nin tersidir. Ayrica <Neut-A>, ne <A> ne de
<Anti-A> olarak tanimlanamaz. Ornek olarak, eger <A> = Beyaz ise <Anti-A> = Siyah’tir.
<Non-A> = Yesil, Mavi, Sari, Kirmizi, Siyah, vb. (Beyaz disindaki herhangi bir renk).
<Neut-A> = Yesil, Mavi, Sar1, Kirmizi, vb. (Siyah ve Beyaz disindaki herhangi bir renk)
[95].

<A>, <Neut-A> ve <Anti-A>"y1 temsil etmek i¢in T, I, ve F nétrozofik bilesenler
olarak tammlansin. T, I, Ve F; sup T = tgp, Inf T = tings, supl = igyy, inf 1 =iyy,
SUp F = foup v INf F = fing s Nsup = toup + lsup + foup V& Ning = ting + ling + fing
olmak {izere |07, 1*[’in standart veya standart dis1 gergek alt kiimeleridir [100]. xs,,, alt
kiimelerin st sinirlarini, x;,f ise alt kiimelerin alt sinirlarini belirtmektedir. T, I, ve F
mutlaka araliklarla degil, ancak herhangi bir gercek alt tiniter bir alt kiime olabilir. T, I, ve
F bilinen veya bilinmeyen parametrelere bagh olarak degerleri belirlenmis vektor
fonksiyonlar1 veya islemlerdir ve bunlar siirekli veya ayrik olabilirler.

Bir nétrozofik kiime ile bulanik kiime arasindaki en temel fark, bir bulanik kiimede
n =t + f ifadesi 1’e esit olmak zorunda iken bir notrozofik kiimedeki toplam n {izerinde

herhangi bir sinirlama bulunmamasidir [101].
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Sekil 2.1’de NK ile bulanik kiime ve Klasik kiime arasindaki iliski gosterilmistir.

Notrozofik Kiime
Bulanik Kiime

Sekil 2.1. Notrozofik kiime, bulanik kiime ve klasik kiime arasindaki iligki [95]

Burada kaynak [66]’daki calismada noétrozofik kiime kavramlarina ait birkag
tanimlamaya yer verilmistir.
Tanum 1 (Nétrozofik Kiime): X noktalarin (nesnelerin) bir uzay1 olsun, X’deki genel bir 6ge
x ile gosterilir. X deki bir A nétrozofik kiimesi, bir gergek iiyelik fonksiyonu T}, bir belirsiz
tiyelik fonksiyonu I, ve bir yanlis iiyelik fonksiyonu F, ile tanimlanir. T,(x), I,(x) ve

F,(x),]07, 17 [’in gercek standart veya standart dis1 alt kiimeleridir:

Ty X —107,1%] (2.1)
I;:X 5107, 1%] (2.2)
FiX 107,14 (2.3)

Ta(x), In(x) ve F4(x) ’in toplamlar1 iizerinde bir kisitlama yoktur, bdylece 07 <

supTy(x) + suply(x) + supF,(x) < 3™.

Tanum 2 (Eslenik): Bir A nétrozofik kiimesinin eslenigi (tamamlayicisi) A ile gosterilir ve

X’deki biitiin x’ler i¢in (2.4), (2.5) ve (2.6)’daki gibi tanimlanir:

Tz(x) = {17} © T4 (x) (2.4)
Iz(x) = {17} © 11(x) (2.5)
Fz(x) = {17} © F4(x) (2.6)
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Tamim 3 (Birlesme): 1ki notrozofik kiime olan A ve B ’nin birlesimi nétrozofik bir C
kiimesidir, C = A U B olarak yazilir. Gergek {iyelik, belirsiz tliyelik ve yanhis iiyelik
fonksiyonlar1 (2.7), (2.8) ve (2.9)’da goriildiigii gibi A ve B’dekilerle ilgilidir.

Te(x) = Ta(x) @ Tp(x) © Ty(x) O Tp(x) (2.7)
Ic(x) = 1,(x) @ Ip(x) © Ly(x) O Iz (%) (2.8)
Fe(x) = F4(x) @ Fp(x) © F4(x) O Fz(x) (2.9)

Tamim 4 (Kesisim): iki notrozofik kiime olan A ve B ’nin Kkesisimi nétrozofik bir C
kiimesidir, C = A N B olarak yazilir. Gergek iiyelik, belirsiz iiyelik ve yanls iiyelik
fonksiyonlar1 (2.10), (2.11) ve (2.12)’de goriildiigii gibi A ve B’dekilerle ilgilidir.

Te(x) = T4(x) O Tp(x) (2.10)
Ie(x) = I4(x) O I (x) (2.11)
Fe(x) = Fa(x) © Fp(x) (2.12)

Tamim 5 (Fark): 1ki notrozofik kiime olan A ve B’nin farki ndtrozofik bir € kiimesidir, C =
A\B olarak yazilir. Gergek iiyelik, belirsiz iiyelik ve yanlis iiyelik fonksiyonlart (2.13),
(2.14) ve (2.15)’te goriildiigii gibi A ve B’dekilerle ilgilidir.

Te(x) = Ty(x) © Tya(x) O Tp(x) (2.13)
Ie(x) = [ (x) © I,(x) O Ip(x) (2.14)
Fe(x) = Fy(x) © Fa(x) © Fg(x) (2.15)
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2.4. Notrozofik Kiimelerle islemler

S, ve S, iki notrozofik kiime olmasi durumunda asagidaki islemler tanimlanabilir

[102]:

e Toplama
S1 DS, ={x|x =51 + 5y, burada s, € S; ve s, € S,}
{1T}P S, ={x|x =1% +s,,5, €S,}
inf S @S, =inf S, +inf S,
supS; D S, =supS; +sup S,

e (ikarma
$S16 S8, ={x|x =s; — sy, burada s, € S; ve s, € S,}
{1"1O0 S, ={x|x =17 —s,,5, € 55}
inf §; © S, = infS; —infS,
supS; © S, =sup S; —sup S,

e (Carpma
S1OS, ={x|x =s; 55, burada s; € S; ve s, € S,}
inf S OS, =inf S;-inf S,
supS; O S, =supS; -supS,

e Kiimenin bir sayiya boliinmesi

k € Rolsun.S; @ k = {x|x = s;/k,burada s; € S;}

2.5. Noétrozofik Piksel

Notrozofinin uygulanabilmesi i¢in gorilintlinlin nétrozofik bir etki alanina aktarilmasi
gerekmektedir. Notrozofik alandaki bir piksel P{T,I,F} olarak gosterilebilir; pikselin
anlami % t dogru, % i belirsiz ve % f yanlistir. Burada sirasiyla t, T iginde; i, I iginde ve
f, F i¢inde degismektedir. Klasik bir kiimede i = 0, t ve f ya 0 ya da 100’diir. Bulanik bir
kimede i = 0ve 0 <t, f < 100°diir. Notrozofik bir kiimede 0 < ¢t, i, f < 100°diir.
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2.6. Notrozofik Gorinti Boliitleme

Notrozofik goriintii boliitleme 6rnegi olarak bir ultrason goriintlisiindeki lezyonlarin
arka plandan boéliitlenmesi ele alinmistir. Burada, 6n plan (lezyonlar) ve arka plan olmak
tizere iki sinif bulunmaktadir [103].

Bir goriintiide, (u,v) konumundaki bir p pikseli igin {i¢ tane notrozofik bilesen

T, I ve F vardir ve su sekilde tanimlanir:

T(w,v)=1-Gu,v) (2.16)
I(u,v) = BULANIKLIK (u,v) * (1 — KENAR(u,v)) (2.17)
F(u,v) =1-T(u,v) (2.18)
burada
- >
BULANIKLIK (u,v) = 2(1-Twv)) T(wv)=05 (2.19)
2T (u,v) T(u,v) <0,5
KENAR(w, v) = {1 eger p kenar ise 220
WY =10 eger p kenar degilse (2.20)

G(u,v), [0,1] aralifinda normalize edilmis yogunluk degeridir. Notrozofik bilesen olarak
iic bilesenden bahsedilmisti. Bunlardan ilki, piksel yogunluk degerinin [0, 1] aralifinda
normalize edilmesi ve bu sonucun 1 den cikarilmasiyla elde edilen T degeridir. Bunun
nedeni goriintii i¢inde lezyonun karanlik olmasi ve arka planin parlak olmasidir. F degeri, T
degerinin tamamlayicisidir. T ve F kolayca ve basit bir sekilde tanimlanmasina ragmen,
belirsiz I kiimesini tanimlamak oldukga ilging ve zorlayicidir. Buradaki hedef, pikselleri 6n
plan ve arka plan olarak iki smifa ayirmaktir. On plan, lezyonlarin bolgesini temsil
etmektedir ve arka plan da lezyon disinda geriye kalan tiim pikselleri temsil etmektedir. On
isleme tabi tutulduktan sonra goriintii, karanlik bir lezyon bdlgesi, parlak bir arka plan ve
arka plan tizerinde koyu giiriiltii bolgelerinden olugsmaktadir. Ayrica yogunluk degerleri 6n
plan ve arka plan arasinda bir yerde bulunan bazi bélgelerde bulunmaktadir. Orta

yogunluktaki bu piksellerin nasil boliitlenecegi, boliitleme dogrulugunu biiylik Olciide
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etkileyecektir. Bu tiir piksellere yiiksek belirsizlik atamak i¢in (2.19) kullanilarak bulaniklik
matrisi hesaplanir. 0,5 civarinda yogunluk degerine sahip piksellerin belirsizlik degeri
yiiksektir ve 0 veya 1’e yakin yogunluk degerlerine sahip piksellerin belirsizlik degeri
diistiktiir. Bununla birlikte, orta yogunluklu tiim piksellerin belirsizlik degeri yiiksek
olmamalidir. Eger orta yogunluga sahip bir piksel lezyonun kenarinda bulunuyorsa, piksel
belirsiz bir degere sahip olmamalidir. Aksi takdirde kenar, yiiksek belirsizlige sahip

pikselleri degistirmek i¢in kullanilan komsuluk ortalamasindan dolay1 bulanik olacaktir.
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3. CEKIRDEK NOTROZOFiK C-ORTALAMALAR KUMELEMESI
3.1. Giris

Bu boliimde, Cekirdek Bulanik C-Ortalamalar (CBCO) algoritmasindan esinlenerek
dogrusal olarak ayrilamayan veri kiimeleri iizerinde Notrozofik C-Ortalamalar (NCO)
yonteminin iyilestirilmesi ile yeni bir Cekirdek No6trozofik C-Ortalamalar (CNCO) yontemi
Onerilmistir. Bunu yapabilmek i¢in NCO i¢ine Mercer cekirdegi eklenerek NCO yeniden
formiile edilmistir. Bu nedenle, giiriiltiiye ve aykiriliklara kars1 dayanikli parametre tahmini
yapmak i¢in yeni bir amag (maliyet) fonksiyonu iiretilmistir. Buna ek olarak, 6nerilen amag
fonksiyonunun minimize edilmesinden yeni iiyelik ve prototip giincelleme denklemleri
tiretilmistir. CNCO’nun g tliyelik fonksiyonu vardir: T, I ve F. Her bir veri noktasi igin
sirastyla T belirli kiimeler igin tiyelik derecesini, I belirsiz kiimeler i¢in {iyelik derecesini ve
F aykir kiimeler i¢in iiyelik derecesini belirtmektedir. T, I ve F iiyelik degerleri, kiimeleme
stirecinde tekrar tekrar hesaplandigindan giirtiltiiye ve aykiriliklara kars1 dayaniklidir.

Onerilen CNCO yéntemi, yapay veri kiimesi kiimeleme, gercek veri kiimesi kiimeleme
ve giiriiltiilii gbriintli boliitleme gibi ¢esitli uygulamalara uygulanmistir. Elde edilen sonuglar
CBCO yontemi ile karsilastirilmis ve 6nerilen CNCO yonteminin CBCO yonteminden daha

1yl sonug verdigi gérilmiistiir.
3.2. Notrozofik C-Ortalamalar Kiimeleme

Veri kiimeleme, veri madenciligi ve makine 6grenmesinde 6nemli bir egiticisiz
yontemdir. Giris verilerini bazi benzerlik 6lgiitlerine bagh olarak kategorilere siniflandirir.
K-Ortalamalar (KO) ve Bulanik C-Ortalamalar (BCO) gibi geleneksel kiimeleme
algoritmalarinda, veri drnekleri, giiriiltiiyii ve aykir1 veri orneklerini dikkate almaksizin ayni
oneme sahiptirler. Bununla birlikte bazi uygulamalarda, veri kiimeleri i¢inde saptanmasi
gereken giirtiltiiler ve aykiriliklar olabilir. Son zamanlarda hem giiriiltiiyli hem de
aykiriliklart gidermek i¢in Nétrozofik C-Ortalamalar (NCO) adi verilen yeni bir kiimeleme
algoritmas1 6nerilmistir [13]. NCO, her iki derecenin belirlenmesini ve belirsiz kiimeleri goz

oniine almaktadir. Onerilen yeni amag fonksiyonu ve iiyelikler (3.1)’de verilmistir:



N C N
2
Inco (T, 1,F,c) = Z(Gﬁﬂj)m ||xi - Cj|| + Z(mzli)m |1%; — Eimax”z
i=1 =1 i=1
’ (3.1)
+82 ) (wsF)"
im1

burada T;;, I; ve F; belirlenen kiimelere, smir bolgelerine ve giiriiltiilii veri kiimesine ait

uyelik degerleridir. 0 < Ty, [;, F; < 1, esitsizligi asagidaki denklemle kargilanmaktadir.

c
j=1

Her bir i veri noktas: i¢in T;; 'nin en biiyiik ilk iki degerine ait kiimelerin merkezleri

kullanarak ¢;,,,,, hesaplanmaktadir.

Cpi + qu

Cimax = rF B (3-3)
Pi = %_I;gl'?i‘z((Tij) (3.4)
q; = argmax (T;;) (3.5)

J#pinj=12,..c

burada m bir sabittir. p; ve g;, T’nin en biiytik ilk iki degerine ait olan kiime sayilaridir. p;
ve q; tanimlandiginda C;,y,4, hesaplanir ve degeri her bir i veri noktasi igin sabit bir sayidir.

Tgili tiyelik fonksiyonlar1 asagidaki gibi hesaplanir.

W w3 (x; — Cj)_(%)

Ty = (3.6)

2 2 2

Zf:l(xi B Cj)_(m) +(x — Eimax)_(ﬁ) + 5_(m)

oy )
©1D3(X; — Cimax) ‘M1

2 2

Zg:l(xi - Cj)_(m) +(x — 5imax)_(m) + 5_(%)
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wlwz(d)_(ﬁ)
F; = 2 > -~ (3.8)
Zf:l(xi B Cj)_(m) + (% — C_'imax)_(m) + 5_(m)

X (@ T)™

Ci =

(3.9)

Parcalara ayirma (boliimleme) islemi, amag fonksiyonunun tekrarlamali optimizasyonu ile

gergeklestirilmektedir. Her bir tekrarda T;;, I;, F; iiyelikleri ve ¢; kiime merkezleri denklem

j!
(3.6)-(3.9)’a gore giincellenmektedir. C;,q, her bir tekrarda denklem (3.3)-(3.5) ile

hesaplanmaktadir.
3.3. CNCO: Cekirdek Notrozofik C-Ortalamalar Kiimeleme

Dogrusal olmayan veri kiimelemesinde, geleneksel kiimeleme yontemleri amag
fonksiyonu sinirlandirmasi nedeniyle giris verilerini uygun kiimelere ayiramaz. Dolayisiyla,
bir ¢ekirdek fonksiyonu uygulayarak giris verilerini yiiksek boyutlu bir 6zellik uzayina
aktarmak icin bir haritalama siirecine ihtiyag vardir. Cekirdek fonksiyonu NCO

algoritmasina uygulandiginda, amag fonksiyonu (3.10)’daki gibi yazilabilir:

]CNCO(T!I!F! C)

N C
=D Y @ TP — DI
i=1j=1 (3.10)
£ @)™ I00) — DimalI? + 62 ) (wsF)™
ve
|| (x;) — P = K(xix) — 2K (x5, ¢;) + K¢, ¢;) (3.11)

burada K (x;, x;) = ®T(x;) ®(x;) i¢c ¢arpmm gostermektedir. Eger bir Gauss fonksiyonu
¢ekirdek fonksiyon olarak kabul edilirse K (x;, x;) ve K (cj, Cj) ayni olur.
Bu nedenle, yeni amag fonksiyonu (3.12)’deki gibi olur:
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]CNCO(TJ LF, C)

D= -

...
1l
_

c
z 2(w,T)" (1 = K (x5, )
& (3.12)

2(‘521 )m(l K(xl' Clmax)) + 62 Z(EBF)

i=1

Bir Lagrange amag fonksiyonu su sekilde yapilandirilmigtir:

N C
LT L e = ) Y 2(miTy)™ (- K )
i=1j=1
N

+ D 2@, 1" (1~ K (¥ Gima)) (313)

i=

=

52 (w3 F)™ — 21(2T,—+1i+1ri—1)

AMZ

Lagrange amag fonksiyonunu minimize etmek i¢in asagidaki denklemler kullanilmistir.

oL

aT = 2m(‘<31)m(TU)m ' ( - K(xi, C])) — ){i (314)

oL

ﬁ = Zm(wz)m(li)m_l(l - K(xi' C_'imax)) — A (3.15)
aL m m-1 _
oF, &2m(ws)™(Fy) Ai (3.16)
ac] - —22@1 Ti)™K " (xi ¢1) (3.17)

0 — =0, ——Ove——OoIsun

Norm, Oklid normu olarak belirlenmistir.
aTl i azl F; dci

iyelik degerleri ve kiime merkezleri yeniden diizenlenirse:

o, w3 K (x;, cj)_(ﬁ)

Ty = (3.18)

3:=1 K (x;, Cj)_(ﬁ) + K(x;, Eimax)_(ﬁ) + 5_(%)
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2
@ ®3K (X, Cimax) (m_l)

Ii:

2 2

K (x )70 + K (x, ima) @) + 670 (3.19)

. w,w,(8) (7
S K6 ) 4 Kk Gima) ) + 67 () (3.20)

= Y (@1 Ti)™ K (%3, %:)
a YL (@ Ti)™ (3.21)

Yukaridaki  denklemler, asagidaki adimlarda &zetlenen CNCO algoritmasinin

formiilasyonuna izin vermektedir.

Adm1: TO©, [© ye F(O’ paglat;

Adim 2: c¢,m,§, €, W, W,, W3 parametrelerini baglat;

Adim 3:  Cekirdek fonksiyonunu ve parametrelerini seg;

Adim 4:  Denklem (3.18)’i kullanarak k adimda ¢ merkez vektérlerini hesapla;

Adim 5:  T;;’nin en biiyiik ilk iki degerine ait kiimelerin merkezlerini kullanarak
Cimax 1 (3.3)’teki gibi hesapla;

Admm 6:  Denklem (3.15)’i kullanarak T®)>y1 T*+1°e (3.16)’y1 kullanarak 1)’y
1®+1)°e ve (3.17)yi kullanarak F®)°y; F+1) e giincelle;

Adim 7:  EBger [T®*D — T®| < ¢ ise dur; diger durumlarda Adim 4’e git;

Adim 8:  Her bir veriyi en biiyiik TM = [T, I, F] degeri ile siniflara ata:

x(i) € knca smifeger k = argmax (TM;;)
j=1,2,..,C+2

3.4. Deneyler ve Sonuclar

Bu boliimde, CNCO ile ¢ekirdek BCO yontemlerinin performanslarint karsilagtirmak
amaciyla cesitli deneyler yapilmistir. Deneyler, yapay veri kiimeleri, gercek veri kiimeleri
ve gorlntiiler lizerinde gergeklestirilmistir. Hem CNCO hem de CBCO yontemleri, € =
107> gibi ayn1 baslangi¢ parametreleriyle yiiriitiilmiistiir. Buna ek olarak, deneme yanilma
yontemi ile elde edilen CNCO’nin agirliklandirma parametreleri sirasiyla w; = 0,75, @, =

0,125 ve w; = 0,125 olarak belirlenmistir. Radyal tabanli fonksiyon (RTF) her iki yontem
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icin ¢ekirdek fonksiyonu olarak kabul edilmistir. CBCO i¢in RTF ¢ekirdeginin parametresi
aralik arama (interval search) yontemi ile elde edilmistir. Belirli bir aralik i¢in, CBCO
kiimeleme algoritmasi uygun bir artirim degeriyle ¢alistirtlmis ve kiimeleme hatasinin en
aza indirildigi yerde optimum RTF parametresi se¢ilmistir. Ayni islem CNCO igin de kabul
edilmistir. CNCO yonteminde, RTF ¢ekirdek parametresi ve delta gibi iki ayarlanabilir
parametreye sahip oldugundan uygun artinm degeri ile 2 boyutlu (2B) bir aralik arama
distintilmustiir. Deneyler, 32 GB bellekli ve Intel Core i7-4810 islemcili bir bilgisayarda
MATLAB 2014b yazilimi kullanilarak gergeklestirilmistir.

Deneysel ¢alismalar, NCO kiimeleme iizerinde ¢ekirdek fikrinin etkisini gostermek
amacityla NCO ve CNCO arasinda bir karsilastirma ile baslamistir. Ag¢ik bir sekilde
belirtmek gerekirse KO, BCO ve NCO tipi kiimeleme algoritmalari, dogrusal olmayan veri
kiimelerini uygun bir sekilde kiimeleyemez. Bu etkiyi gostermek ig¢in Sekil 3.1°de
gosterildigi gibi ti¢ farkli sekillendirilmis veri kiimesi igeren dogrusal olmayan ¢esitli yapay
veri kiimeleri kullanilmistir. Sekil 3.1°de (a), (b) ve (c¢) siitunlar1 sirastyla ham veriyi, NCO
ve CNCO sonuglarini gostermektedir. Sonuglara gére, CNCO kesin-referans (ground-truth)

kiimeleme sonuglarini elde ederken, NCO kesin kiimeleri elde edememistir.
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Sekil 3.1. NCO ve CNCO’nun ¢esitli yapay veri kiimeleri izerinde karsilastirilmasi (2) Ham veri, (b)
NCO sonuglari, (¢) CNCO sonuglari
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3.4.1. Yapay Veri Ornegi 1

Ik deney tiiriinde, Sekil 3.2°de gosterildigi gibi iki-smifli (kiimeli) veri kiimesi ele
almmustir. Sekil 3.2°nin ilk siitununda veri kiimelerinin ham hali bulunmaktadir. Ikinci
siitunda ¢ekirdek BCO’nun kiimeleme sonuglar1 verilmistir ve tigiincii stitunda da CNCO
sonuglar1 gosterilmistir. Sekil 3.2°nin ilk satirinda, 200 6rnekten olusan “Two-kernel” veri
kiimesi gosterilmistir. Her bir sinif 100 6rnege sahiptir. Arama islemi CBCO’nin RTF
parametresini otomatik olarak 223 se¢mis ve benzer sekilde RTF parametresine 280, delta
parametresine 100 degeri atanmistir. Elde edilen kiimeler farkli renklerde gosterilmistir.
Sekil 3.2 ve Sekil 3.3’te goriilebilecegi gibi, CBCO yontemi gecerli kiimeleri liretememistir.
Baz1 ornekler hatali bir sekilde kiimelenmistir, ozellikle bazi icteki Ornekler hatali
kiimelenmistir. Diger taraftan, CNCO her iki kiimeyi hatasiz olarak kiimelemistir. CNCO
birkag kez calistirildiginda her zaman dogru kiimeler tirettigini de belirtmek gerekmektedir.

Bir bagka ornek Sekil 3.2°nin ikinci satirinda gosterilmistir. Bu veri kiimesine “Half-
Moons” denmektedir. Dogrusal olmayan, ayrilabilir iki yarim ay seklindeki veri kiimesi
1000 ornek igermektedir. CBCO icin RTF parametresi 9,3 olarak elde edilmis ve CNCO i¢in
RTF cekirdek parametresi 2,5 ve delta degeri 10 olarak atanmistir. CBCO bazi veri
orneklerini dogru bir sekilde simiflandiramamustir. Ozellikle yarim aylarin i¢ kuyruk
boliimiindeki veri noktalar1 yanls siniflandirilmistir. Onceki veri kiimesinde oldugu gibi,
CNCO kiimelemeyi hatasiz olarak gercgeklestirmis ve tiim veri noktalart dogru kiimelere
atanmistir.

Deneylerde diger bir popiiler dogrusal olmayan veri kiimesi “Two-Spirals”
diistiniilmiistiir. Ham veri kiimesi Sekil 3.2’nin {¢iincli satirinda goriilmektedir. RTF
cekirdek parametresi hem CBCO hem de CNCO i¢in arama algoritmasi tarafindan 1,7 olarak
iretilmistir ve delta degeri 7,0’dir. Kiimeleme sonuglari1 Sekil 3.2’nin iiglincii satirinda
gosterildigi {izere her iki yontem de dogru kiimeleri iiretememistir. Ozellikle, CBCO
yontemi anlamsiz kiimeler iiretmis ve her iki kiimede de yanlis siniflandirma yapmistir. Ote
yandan, CNCO daha mantikli sonuglar iiretmis ve kiimelerden biri dogru olarak
simiflandirilmistir (yesil renkli halkalar). Ayrica diger kiimenin (kirmizi renkli halkalar)
yalnizca bir kismi yanlis siniflandirilmagtir.

Sekil 3.2°nin son iki satirinda benzer veri kiimeleri ile deneyler gerceklestirilmistir.
Her iki durumda da hem CBCO’nun hem de CNCO’nun net olarak tirettigi dairesel kiimeler

vardir. Her iki yontemin ulagtig1 kiimeleme dogrulugu %100°diir.
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Sekil 3.2. iki-simifl1 yapay veri kiimelerinde CBCO ile CNCO nun karsilastirilmasi (a) Ham veri, (o) CBCO
sonuglar1, (c) CNCO sonuglar1
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3.4.2. Yapay Veri Ornegi 2

Kiime sayisinin ikiden fazla oldugu yapay veri kiimeleri iizerinde daha ileri deneyler
yapilmistir. ilgili sonuglar Sekil 3.3’te gosterilmistir. Sekil 3.2’ye benzer sekilde, Sekil
3.3’teki ilk siitun ham yapay veri kiimelerini gostermektedir. Sekil 3.3’iin ikinci siitununda
CBCO kiimeleme sonuglar1 ve {igiincii siitununda ise onerilen CNCO kiimeleme sonuglari
bulunmaktadir. Ug veya dort kiime iceren yapay veri kiimeleri deneylerde ele alinmistir.
Elde edilen sonuglar degerlendirildiginde, “Ear” veri kiimesi disinda her iki yontemde tiim
yapay veri kiimeleri i¢in %100 dogru kiimeleme sonucu iirettigi goriilmistiir. “Ear” veri
kiimesi i¢in CNCO yontemi, CBCO yonteminden daha dogru sonuglar iiretmistir. Cekirdek

parametresi ve delta degeri ilk deneydekine benzer sekilde ayarlanmistir.
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Sekil 3.3. CBCO ile CNCO’nun diger yapay veri kiimelerinde karsilagtirilmas: (a) Ham veri, (b) CBCO
sonuglari, (¢) CNCO sonuglari
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3.4.3. Spektral Kiimeleme Yontemleriyle Karsilastirma

CNCO yontemi ayrica, Spektral Kiimeleme (SK) [104] ve Spektral Coklu Manifold
(katman) Kiimeleme (SCMK) [105] ad1 verilen 6zdeger tabanli iki kiimeleme yontemiyle
karsilastirilmistir.

SK, giris verisinin benzerlik matrisinin 6zdegerlerini kullanan popiiler kiimeleme
algoritmasidir. Ozdegerleri kullanmasinin temel amac, kiimeleme 6ncesi boyutsal kiigiilme
gerceklestirmektir. Son olarak, kiiciiltiilmiis veri kiimesini kiimelemek i¢in KO algoritmasini
kullanmaktadir.

SCMK algoritmasi ayni zamanda, ¢oklu diizgiin diisiik boyutlu manifoldlar1 (katman)
SK algoritmasina biitiinlestirerek onun bagarimini iyilestiren bir SK tabanli kiimeleme
yontemidir. Daha sonra, SCMK uygun bir yakinlik matrisi olusturmak i¢in orneklenen
verilerin yerel geometrik bilgilerini kullanmaktadir. Son olarak, SK bu yakinma matrisi ile
verileri gruplamak icin kullanilmaktadar.

Karsilastirmalar, Sekil 3.4’te gosterilen 6 yapay veri kiimesi iizerinde yapilmistir. ilk
siitunda ham yapay veri kiimeleri gosterilirken, ikinci, liclincli ve dordiincii siitunlarda
strastyla SK, SCMK ve CNCO gosterilmektedir. Sekil 3.4’teki birinci, li¢iincii ve besinci
satirlardan goriilebilecegi {izere, tim yontemler yapay veri kiimeleri igin kesin-referans
(ground-truth) {iretmistir. Ote yandan, sadece CNCO yéntemi, Sekil 3.4iin ikinci, dérdiincii
ve altinci satirlarinda goriildiigi gibi yapay veri kiimeleri igin kesin-referans (ground-truth)
dogru kiimeleme sonuglar1 vermistir. Bu sonuglar hem SK hem de SCMK yontemlerinin
giiriiltii kiimesi igeren veri kiimelerini kiimeleyemediklerini gdstermektedir. Baska bir
deyisle, CNCO dogrusal olmayan veri kiimeleri iizerinde benzer bir basarim yakalamaktadir.

Buna ek olarak, CNCO giiriiltii kiimesi igeren verilerde daha iyi basarim sergilemektedir.

Sekil 3.4. SK, SCMK ve CNCO yontemlerinin 6 yapay veri kiimesinde karsilastirilmasi (@) Ham veri, (b) SK
sonuglari, (¢) SCMK sonuglari, (d) CNCO sonuglari
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3.4.4. Giiriiltiilii ve Aykir1 Yapay Veri Kiimeleri

Daha once belirtildigi gibi NCO algoritmasi, giiriiltiilii ve aykiri veri noktalarinin

kiimelenmesinde daha iyi bagsarim gostermistir. CNCO algoritmasinin giiriiltiilii ve aykiri
veri noktalar1 i¢eren veri kiimeleri ile iyi ¢alistigimi gostermek igin ¢esitli yapay veri
kiimeleri iizerinde bir¢cok deney yapilmistir. Elde edilen sonuglar Sekil 3.5’te gosterilmistir.
Sekil 3.5 (a)’da dogrusal olarak ayrilabilen dort kiime igeren “Corner” veri kiimesi

bulunmaktadir. Dort kiimenin ortasindaki bir veri noktasi yapay olarak konumlandirilmistir.
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Ayrica Sekil 3.5 (a)’da gosterildigi {lizere dort veri noktasi daha yapay olarak
yerlestirilmistir. CNCO, “Corner” veri kiimesinde sadece dort kiimenin hepsini dogru olarak
kiimelemekle kalmamis, ayn1 zamanda giiriiltiilic ve aykir1 veri noktalarini tespit etmistir.
Siyah ve macenta renkleri sirasiyla giiriiltiiyii ve aykir1 veri noktalarin1 temsil etmektedir.
Benzer bir senaryo, Sekil 3.5 (b)’de gosterildigi gibi iki kiimeli bir durum i¢in olusturulmus
ve bu senaryo i¢in benzer basarili kiimeleme sonuglart da elde edilmistir. Sekil 3.5 (¢)’de
dogrusal olarak ayrilabilir iki kiimeyi ¢cevreleyen dairesel aykiri veri noktalari ele alinmistir.
Bunlara ek olarak, Sekil 3.5 (d)’de ¢ok fazla aykir1 degere sahip baska bir yapay veri kiimesi
gosterilmistir. Sekil 3.5 (c) ve (d)’deki bu iki veri kiimesi i¢in, dnerilen CNCO algoritmast

makul kiimeler bulmustur.
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Sekil 3.5. Giriiltiilii ve aykirt veri noktalarinda CNCO kiimeleme sonuglari
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3.4.5. Farkh Cekirdeklerin Cesitli Yapay Veri Kiimelerinde Kullanilmasi

RTF c¢ekirdek tabanli CNCO daha iyi sonuglar vermesine ragmen, bu baslik altinda,
CNCO’nun gesitli yapay veri kiimeleri igin gesitli ¢ekirdeklerle daha iyi sonuglar tirettigi
gosterilmistir. Bu amagla sirasiyla “cokiu” (poly), “dalga” (wave) ve “dogrusal” (linear)
cekirdekler kullanilmigtir. Deneylerde kullanilan c¢ekirdek fonksiyonlarinin (RTF, ¢oklu,

dalga, dogrusal) tanimu,

=zl
Krrr(x, x;) = ra) (3.22)

Keorn (X%, x;) = (xlTx + T)d (3.23)

2
— . llxe—x]|
a(x — x;) e il

3.24
2 (3.24)

Kdalga(x» x;) = cos(

Kdogrusal(x’ x;) = xiTx (3.25)

Denklem (3.22)’den goriilebilecegi iizere, RTF ¢ekirdegi yalnizca bir ayarlanabilir
parametreye sahiptir. Denklem (3.25) “dogrusal” cekirdegin herhangi bir ayarlanabilir
parametreye sahip olmadigi gosterirken, “coklu” ve “dalga” c¢ekirdekler sirasiyla iki ve {i¢

ayarlanabilir parametreye sahiptirler.

Denklem (3.22)-(3.25)’te tanimlari verilen ¢ekirdek fonksiyonlari X ekseninde -1 ile 1
arasinda 0,01 adim aralig1 kullanilarak Sekil 3.6’da ¢izdirilmistir. Sekil 3.6 (a)-(d), sirasiyla
RTF ¢ekirdegini, “cokiu” ¢ekirdegi, “dalga” c¢ekirdegi ve “dogrusal” ¢ekirdegi

gostermektedir.

30



1 < 15
/ \
0.9 /
0.8 / \ \
\ \
0.7 \ \
\ 1 \
_06F / \ _ \
5 / \ 5 \
Lost / \ 2 \
(] ] \
2 / \ N \
0.4 / \
/ \ 05+
0.3 / \
/ \ \ /
/ \ \ /
0.2 y, \ /
/ N\ \ /
/ \ \ /
01+ S/ o AN -
e N
o= . . . . . . . — 0 . . . . T~ . .
1 08 -06 -04 -02 0 02 04 06 08 1 - 08 -06 -04 -02 0 02 04 06 08
X ekseni X ekseni
(@) (b)
1 1
/
0.8 08 P
.
/
06l 0.6 /
0.4 7
0.4 //
= _ 02f e
c
g 0.2 — —~ § ya
g N\ AN L or e
@ S \ / N [} -
D / — > %
\ / 02 S
\ /
02 \ \ f
\ \ / 04 7
L \ [ d
04 06 %
/ \ p
06+ / 08
08 . . . . . . . . . 4 \ . . . . . . . .
1 08 -06 -04 -02 0 02 04 06 08 1 - 08 -06 -04 -02 0 02 04 06 08
X ekseni X ekseni
(©) (d)

Sekil 3.6. Deneylerde kullanilan ¢ekirdek fonksiyonlari (a) RTF, (b) Coklu, (c) Dalga, (d) Dogrusal

3.7°de gosterilmistir. “dalga” ¢ekirdegi ile elde edilen sonuglar oldukga basarili sayilmistir.
“coklu” ¢ekirdekler de sadece birkag¢ veri noktasini yanlis kiimeleyerek daha iyi sonuglar
vermistir. “dogrusal” ¢ekirdek, sadece dogrusal olarak ayrilabilen “Corner” veri kiimesini

dogru kiimeleyerek en kotii sonucu elde etmistir. “dogrusal” g¢ekirdek, dairesel bir veri

Bu ¢ekirdeklerin parametreleri de ayarlanmistir. Birka¢ kiimeleme sonucu Sekil

yapisina sahip veri kiimelerini dogru sekilde ayiramamustir.
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Coklu Cekirdek Dalga Cekirdegi Dogrusal Cekirdek

Sekil 3.7. Farkli ¢ekirdek fonksiyonlar ile CNCO kiimeleme sonuglari

3.4.6. Gergek Veri Kiimesi Ornegi 1

Elde edilen kiimeleme sonuglarin1 her iki yontemle de karsilastirmak ve
degerlendirmek i¢in ¢esitli gercek veri kiimeleri kullanilmistir. Bu amagla her seyden 6nce
aragtirmacilar tarafindan yaygin olarak kullanilan ve popiiler olan “Iris” veri kiimesi ele
alinmugtir. “Iris” veri kiimesinde, isimleri Iris Setosa, Iris Versicolor, Iris Virginica olan ve
her biri 50 6rnekten olusan ti¢ ¢esit Iris ¢igegi vardir. Her 6rnekte canak yaprak uzunlugu,
canak yaprak genisligi, tag yaprak uzunlugu ve ta¢ yaprak genisligi olmak iizere dort
oznitelik bulunmaktadir. Ug kiimeden biri diger ikisinden agik¢a ayrilirken, bu iki sinif bazi
cakigsmalar1 kabul etmektedir. RTF ¢ekirdek parametresi 0,001 ve delta 3°tiir. Tablo 3.1’den

goriilebilecegi gibi, Setosa %100 dogru kiimeleme orani ile kiimelenmis ancak Versicolor
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ve Virginica gibi diger kiimeler tam olarak kiimelenmemistir. Dort Virginica ornegi
yanlighikla Versicolor olarak ve bir Versicolor 6rnegi yanlislikla Virginica olarak

kiimelenmistir. Toplam dogruluk %96,67’dir.

Tablo 3.1. “Iris” veri kiimesinin CNCO kiimeleme sonuglar

Gercek

Setosa  Versicolor Virginica

QE, Setosa 50 0 0
<  Versicolor 0 49 4
£

2 Virginica 0 1 46

3.4.7. Gergek Veri Kiimesi Ornegi 2

Ikinci gercek veri kiimesindeki deneyler “Wine” veri kiimesi iizerinde yiiriitiilmiistiir.
“Wine” veri kiimesi Italya’nin aym bdlgesinde iiretilen saraplarin kimyasal analiz
sonuclarina dayanilarak olusturulmustur. Veri kiimesi 13 6znitelik ve 3 kiime icermektedir.
Toplam 6rnek sayist 178’dir, her bir kiime sirasiyla 59, 71 ve 48 6rnege sahiptir. Yapilan
deneysel ¢alismalarda, RTF ¢ekirdek parametresi 0,0095, delta 100 olarak segilmis ve elde
edilen sonuglar Tablo 3.2°de verilmistir; burada kiimelerden higbiri %100 dogrulukta
siniflandirilmamistir ve yanlis smiflandirilmis 6rneklerin toplam sayisi 16°dir. Boylece

toplam dogruluk %91,01 olmustur.

Tablo 3.2. “Wine” veri kiimesinin CNCO kiimeleme sonuglar1

Gergcek

Simif 1 Simif 2 Simif 3

QE, Simf 1 57 7 0
é Smif 2 2 58 1
] Suf 3 0 6 47

3.4.8. Gercek Veri Kiimesi Ornegi 3

Gergek veri kiimesiyle ilgili tigiincii deney, “Parkinson” veri kiimesi tzerinde
gerceklestirilmistir. Veri kiimesi 22 6znitelik igermektedir ve toplam 6rnek sayist 195°tir.

Bunlarin 147°s1 Parkinson ve geri kalan 48’1 sagliklidir. Veriler, saglikli insanlar1 Parkinson

33



hastaligi (PH) olanlardan ayirmada kullanilmaktadir. Baska bir deyisle, iki kiime vardir.
Yapilan ¢alismalarda, RTF ¢ekirdek parametresi 0,005, delta 10 olarak segilmistir. Tablo
3.3’te goriildiigi tizere 29 PH saglikli olarak kiimelenmis ve 4 saglikli 6rnek PH olarak
kiimelenmistir. Dolayisiyla toplam dogruluk %83,08dir.

Tablo 3.3. “Parkinson” veri kiimesinin CNCO kiimeleme sonuglar1

Gergek
Hasta Saghkh
g Hasta 118 4
:Q Saghkh 29 44

Ayni1 deneyler CBCO ile de yapilmis ve her iki yontemin dogruluk karsilagtirmalar:
Tablo 3.4’te verilmistir. Onerilen CNCO’nin tiim gergek veri kiimeleri icin CBCO’dan daha

iyi sonug verdigi apagik ortadadir.

Tablo 3.4. Her iki yontemin gercek veri kiimeleri {izerindeki basarim karsilagtirmalari

CBCO CNCO (0nerilen yontem)
Iris %95,33 %96,67
Wine %89,89 %91,01
Parkinson %80,00 %83,08

3.4.9. Gériintii Boliitleme Ornegi 1

Goriintii boliitleme deneylerini tanimlamadan 6nce her iki g¢ekirdek yontemi igin
uzamsal bilginin kullanildigini belirtmek gerekir. Uzamsal bilgi [106] hem CNCO hem de
CBCO i¢in diistiniilmiistiir.

Iki farkli sentezlenmis goriintii kullamlmigtir. ilkinde 100 X 100 boyutlu dért sinif
bulunmaktadir. ilgili gri seviye degerleri sirasiyla 50 (sol iist), 100 (sag iist), 150 (sol alt) ve
200°diir (sag alt). Goriintiiye, 4 = 0 ve o = 25 Gauss giiriiltiisii eklenmistir. Ikinci
goriintiiniin iki kiimesi vardir. lgili gri seviye degerleri sol siitun igin 30 ve sag siitun i¢in
80’dir. Goriintii, u = 0 ve 0 = 15 Gauss giiriiltiisiiyle asindirilmistir.

Elde edilen sonugclar Sekil 3.8°de verilmistir. Ilk siitun (a)’da giiriiltiilii goriintii, ikinci

stitun (b)’de CBCO sonuglari ve ii¢iincii siitun (¢)’de CNCO sonuglar1 gosterilmistir. Gorsel
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inceleme yapildiginda 6nerilen yontemin kesin boliimler iirettigi ve CBCO yonteminin her

iki goriintii i¢in birkag yanlis siniflandirilmis piksel tirettigi goriilmiistiir.

A"

T TAn

o3
'c.
-

(b) (©

Sekil 3.8. CBCO ve CNCO’nin goriintii boliitleme uygulamasinda karsilastirilmasi (a) Giiriiltiilii goriintd,
(b) CBCO kiimeleme sonuglari, (¢) CNCO kiimeleme sonuglari

3.4.10. Gériintii Boliitleme Ornegi 2

Ikinci goriintii boliitleme deneyinde, “Eight” gériintiisii farkl giiriiltii tiirleri ve seviyeleri
ile kullamilmistir. Guriiltii tirleri “Tuz ve Biber” (Salt and Pepper) ve “Gauss”
(Gaussian)’dir. “Tuz ve Biber” i¢in girilti yogunlugu 0,04 ve “Gauss” giirilti
parametrelerinin ortalamasi 0, varyansi 0,1°dir.

Gergek bir goriintii i¢in elde edilen sonuglar Sekil 3.9°da verilmistir. Gorsel inceleme

sonrasinda, onerilen CNCO’nun hem giiriiltii tlirlerinde hem de seviyelerinde CBCO’dan

daha iyi kiimeleme sonuglar tiretmistir.
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(@) (b) (c)

Sekil 3.9. CBCO ve CNCO’nin goriintii boliitleme uygulamasinda kargilagtirilmas: (a) Guriltilii goriintd,
(b) CBCO kiimeleme sonuglari, (¢) CNCO kiimeleme sonuglari
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4.  NOTROZOFIK AGIRLIKLANDIRILMIS ASIRI OGRENME MAKINESi
4.1. Giris

Onceki boliimde, veri kiimelenmesi i¢in bir kiimeleme algoritmas1 olan NCO’dan
bahsedilmisti [13, 14]. Bu béliimde, son derece dengesiz veri kiimelerindeki AOM nin
dezavantajlariin iistesinden gelmek i¢in NCO kiimeleme algoritmasini kullanan yeni bir
Nétrozofik Agirliklandirilmis Asirt Ogrenme Makinesi (NAAOM) yéntemi nerilmistir. Bir
veri kiimesindeki giirtltiler ve aykir1 veri noktalar1 bir tiir belirsizlik olarak
degerlendirilebilir. Notrozofik kiime (NK), belirsiz bilgi isleme icin basarili bir sekilde
uygulanmaktadir. NK, verilerin belirsizlik bilgileriyle basa c¢ikmasi avantajini
gostermektedir ve halen veri analizi ve smiflandirma uygulamasi i¢in desteklenen bir
tekniktir. NAAOM yonteminde, NCO bir 6rnegin aitlik, giiriiltii ve belirsizlik iiyeliklerini
belirlemek icin gorevlendirilmis ve daha sonra bu veri Orne8inin agirlik degerinin
hesaplanmasinda kullanilmistir [13, 14, 107].

Onerilen NAAOM yéntemi, NCO’daki agirliklar kullanilarak ve AOM temel alinarak
tasarlanmistir ve dengesiz veri kiimesi smiflandirmasi ig¢in uygun yapidadir. Yontemin
degerlendirilmesi amaciyla yapay veri kiimeleri ve gercek veri kiimeleri iizerinde
siniflandirma uygulamalar1 yapilmistir. Elde edilen sonuglar, AOM, AAOM ve DVM
yontemleriyle Karsilastirilmis ve nerilen NAAOM yonteminin dengesiz veri kiimelerini

simiflandirma uygulamalarinda bu yontemlerden daha etkili oldugu gortlmiistiir.
4.2. Onerilen Yontem
4.2.1. Asir1 Ogrenme Makinesi

Egim tabanli bir 6grenme yontemi olarak bilinen geriye yayilim, yavas yakinsama
hizindan kétii etkilenmektedir. Bununla birlikte, yerel minimuma takilmasi egim tabanli
ogrenme algoritmasmin diger bir dezavantaji olarak gosterilebilir. AOM, egim tabanli
o6grenme yontemlerinin eksikliklerinin iistesinden gelen alternatif bir yontem olarak Huang
ve arkadaslari tarafindan &nerilmistir [16]. AOM, giris agirliklarmin ve gizli esik
degerlerinin rastgele secildigi bir tek-gizli katmanli ileri beslemeli (TGKIB) ag olarak

tasarlanmistir. Bu agirliklarin, egitim siireci boyunca ayarlanmasi gerekmemektedir. Cikis



agirliklar, gizli katman ¢ikis matrisinin Moore-Penrose genellestirilmis tersiyle analitik
olarak belirlenmektedir.
Matematiksel olarak, L gizli diigiimleri ve g(.) aktivasyon fonksiyonu olmak iizere

AOM’nin ¢ikis1 su sekilde yazilabilir;

L
0; = Z,ng(a],b], xi); i = 1:21 'N (41)
j=1

burada o;, i’inci ¢ikis digimi, B; = [Bj1, Bj2 -, Bin]" cikis aguhik vektori, a; =
[aj1, ajz, ...,ajN]T agirhk vektori, bj, j’ninci gizli diigiimiin esik degeri, x;, i’inci giris
verisi ve N érnek sayisidir. AOM bu N tane drnegi sifir hata ile 6grenirse, (4.1) asagidaki

sekilde giincellenebilir;

L
6= Bl bx) i=12 . “2)
=1

burada t; gergek ¢ikis vektoriinii gostermektedir. Denklem (4.2), (4.3)’te gosterildigi gibi

kisa ve 0z bir sekilde yazilabilir;

HB =T (4.3)

burada H = {h;;} = g(aj;, b;, x;) gizli katman ¢ikis matrisidir. Boylece, ¢ikis agirlik vektorii
(4.4)te gosterildigi gibi gizli katman ¢ikis matrisinin Moore-Penrose genellestirilmis

tersiyle analitik olarak hesaplanabilir;

B =H'T (4.4)

burada H*, H matrisinin Moore-Pensore genellestirilmis tersidir.
4.2.2. Agirhklandirilms Asirt Ogrenme Makinesi

x; € R™ ve t;’nin sinif etiketleri oldugu, iki sinifa sahip [x;, t;], i = 1, ..., N bir egitim
veri kiimesi diisiinelim. Ikili sniflandirmada, t; ya —1 ya da +1 olur. Daha sonra, her biri
bir egitim Ornegi x; ile iliskilendirilen N X N kosegen matrisi W;; diisiiniiliir.
Agirliklandirma islemi genellikle, azinlik smifindan gelen x; ’ye daha biiyiik Wj;
atanmasidir. Sinirdaki (marginal) uzakligr en iist diizeye ¢ikarmak ve agirliklandirilmis

toplam hatay asgari diizeye indirmek igin bir optimizasyon problemi kullanilmistir:
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Azalt (Minimize): |HB — T||* ve ||B]| (4.5)

Ayrica;
L 1 2 1apn 2
Azalt (Minimize): Laom = S 11BII* + CW 2 X5, [1&]] (4.6)
Amag (Subject to): h(x)p =t &, i=1,..,N 4.7

burada T = [t4, ..., ty], & hata vektori, h(x;), x; ve B’ya gore gizli katmandaki 6zellik
esleme vektoriidiir. Ikili optimizasyon problemi, Lagrange carpan1 ve Karush-Kuhn-Tucker
teoremi kullanilarak ¢oziilebilir. Boylece, gizli katman ¢ikis agirlik vektori 8, sol pseudo-
invers ya da sag pseudo-invers ile ilgili olarak (4.7)’den tiiretilebilir. Kii¢iik boyutlu veriler
bulundugu zaman sag pseudo-invers tercih edilir ¢iinkii o N X N matrisinin tersini
icermektedir. Aksi halde, sol pseudo-invers daha uygundur ¢iinkii L, N’den ¢ok kii¢iik

oldugunda L x L boyutundaki matrisin tersini hesaplamak daha kolaydir;
-1
N kiigiik ise: g =HT (é + WHHT) WT (4.8)
-1
N biiyiik ise: B=H"(+HWH) H'WT (4.9)

AAOM’de arastirmacilar iki farkli agirliklandirma semasi benimsemistir. Birincisinde,

azinlik ve ¢ogunluk siniflarinin agirliklar: su sekilde hesaplanir;

Wazinuk = 1/#(t-+) ve Weoguniuk = 1/#(ti_) (4.10)
i

ve ikincisi i¢in, ilgili agirliklar agagidaki gibi hesaplanir;

0,618
Wazinuk = /#(tjl-) ve Weoguniuk = 1/#(ti_) (4.12)
i

4.2.3. NAAOM: Nétrozofik Agirhklandirilmis Asir1 Ogrenme Makinesi

Agirliklandirilmis AOM, azimlik sinifindaki tiim 6rneklere ayni agirlik degerini ve
cogunluk sinifindaki tiim drneklere de baska bir ayn1 agirlik degerini atamaktadir. Bu islem,
baz1 dengesiz veri kiimelerinde oldukga iyi ¢aligsa da, bir siniftaki tiim 6rneklere ayni agirlik
degerini atamak, giiriiltiiye ve aykir1 6rneklere sahip olan veri kiimeleri i¢in 1yi bir se¢im
olmayabilir. Diger bir deyisle, dengesiz bir veri kiimesindeki giiriiltilii ve aykirt veri

ornekleriyle basa cikabilmek i¢in, her siniftaki her bir veriye o verinin sinifindaki énemini

39



yansitan farkli agirlik degeri vermek gerekmektedir. Bu nedenle, sinifindaki her bir 6rnegin
Oonemini belirlemek igin yeni bir yontem sunulmustur. NCO kiimeleme, bir veri 6rneginin
aitlik, giiriiltii ve aykar tiyeliklerini belirleyebilmektedir. Daha sonra bu tiyelikler, 0 verinin
agirlik degerinin hesaplanmasi sirasinda kullanilacaktir.

Guo ve Sengiir, NCO [13] kiimeleme algoritmalarint NK teoremine dayanarak
onermiglerdir [66, 67, 108]. NCO yonteminde, BCO yonteminin giiriillti ve aykiri veri
noktalar1 iizerindeki zayifliginin {istesinden gelebilmek ic¢in yeni bir amag¢ fonksiyonu
gelistirilmistir. NCO algoritmasinda, hem giiriiltii hem de aykir1 deger reddi igin iki yeni ret
tiurti  gelistirilmistir.  NCO’nun amag¢ fonksiyonu, “3.2. Nétrozofik C-Ortalamalar
Kiimeleme” bolimiinde denklemlerle detayli olarak tanimlanmistir. O bolimdeki tanimlar
altinda, her bir azmlik ve ¢ogunluk smifindaki her giris 6rnegi bir gl T;;, I, F; ile
iligkilendirilmistir. T;;, ornegin yiliksek olasilikla etiketli sinifa dahil oldugu anlamina
gelirken, I;, drnegin yiiksek olasilikla belirsiz oldugu anlamina gelmektedir. Son olarak, F;,
Ornegin giiriiltii ya da aykir1 veri oldugu anlamina gelmektedir.

NCO’da kiimeleme islemi uygulandiktan sonra, azinlik ve ¢ogunluk siniflarinin her

bir 6rnegi i¢in agirliklar asagidaki gibi elde edilmektedir:

azinlik _ C cogunluk __ 1
Wi B T/(Tij +1, - F) Ve Wi B /(Tij +1; = F) (4.12)
#(t)
r D (4.13)

burada C,., ¢cogunluk sinifindaki 6rnek sayisinin azinlik sinifindaki 6rnek sayisina oranidir.,
NAAOM algoritmas1 dort adimdan olusmaktadir. ilk adim, giris 6rneklerinin sinif
etiketlerine gore onceden hesaplanmis kiime merkezlerine dayali NCO algoritmasinin
uygulanmasini gerektirmektedir. Boylece, bir sonraki adim i¢in T, I ve F iiyelik degerleri
belirlenmis olur. Algoritmanin ikinci adimindaki ilgili agirlhiklar belirlenmis T, I ve F
degerlerinden hesaplanmaktadir. Adim 3’te, AOM parametreleri ayarlanmakta ve H
matrisini hesaplamak icin drnekler ve agirliklar AOM’ye giris olarak verilmektedir. Gizli
katman agirhik vektorii f; H, W ve siif etiketlerine gore hesaplanmaktadir. Son olarak, test

veri kiimesinin etiketlerinin belirlenmesi algoritmanin son adiminda gergeklestirilmektedir.
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NAAOM algoritmasi su sekildedir:

Giris: Etiketlenmis egitim veri kiimesi

Cikas: Tahmin edilen sinif etiketleri

Adim 1:  Etiketlenmis veri kiimesine gore kiime merkezlerini baglat ve her bir veri
noktasinin T, I ve F degerlerini elde etmek i¢in NCO algoritmasini
calistir;

Adim 2:  Denklem (4.12) ve (4.13)’e gore W2tk ye W9 unlik | hesapla;

Adim 3:  AOM parametrelerini uyarla ve NAAOM’yi ¢alistir. H matrisini hesapla
ve Denklem (4.8) veya Denklem (4.9)’a gore £’y1 elde et;

Adim 4: [3’ya dayanarak test veri kiimesinin etiketlerini hesapla.

4.3. Deneysel Cahismalar

Onerilen NAAOM yénteminin basarimini degerlendirmek igin geometrik ortalama

(Gore) kullanilmistir. G,,+ asagidaki sekilde hesaplanmaktadir:

DN
| il i 4.14
Gort R DN +YP (4.14)
DP
- 4.15
R DP +YN (4.15)

burada R, geri ¢agirma oranini belirtmektedir ve DP (Dogru-Pozitif), DN (Dogru-Negatif),
YP (Yanhs-Pozitif), YN ’yi (Yanlis-Negatif) gostermektedir. G, degeri [0 — 1]
araligindadir ve pozitif sinmif dogruluk ve negatif simif dogruluklarinin karekokiinii temsil
etmektedir. NAAOM smiflandiricisinin - basarim  de@erlendirmesi, hem yapay veri
kiimesinde hem de gerg¢ek veri kiimesinde test edilmistir. Deneylerde bes-katli ¢apraz-
dogrulama ydntemi benimsenmistir. NAAOM nin gizli diigiimiinde RTF ¢ekirdegi kabul
edilmistir. Izgara aramasi, C takas (trade-off) sabiti {2718,2716, .., 248 250} araliginda ve L
gizli digim sayis1 {10, 20,...,1990,2000} araliginda bes-katlhi ¢apraz-dogrulamayi
kullanilarak en iyi sonucu elde etmek igin yiiriitiilmiistiir. Gergek veri kiimeleri igin giris
Ozniteliklerinin [—1, 1]’e normalize edilmistir. Buna ek olarak, NCO igin deneme yanilma

yontemi ile elde edilen ¢ = 107°, @w; =0,75, @w, = 0,125 ve @3 = 0,125 gibi
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parametreler se¢ilmistir. NCO ydnteminin § parametresi {270,278, ..., 28 210} araliginda

arastirilmistir.
4.3.1. Yapay Veri Kiimeleri Uzerindeki Deneyler

Onerilen NAAOM semasimin siiflandirma basarimimi degerlendirmek igin 4 adet 2-
smifli yapay dengesiz veri kiimesi kullanilmistir. Veri kiimesi Sekil 4.1°de gosterilmistir
[109]. Siniflar arasindaki karar verme sinir1 karmasiktir. Sekil 4.1 (a)’da, diizgiin bir dagilim
izleyen ilk yapay veri kiimesi gosterilmistir. Gortilebilecegi gibi, Sekil 4.1 (a)’daki kirmizi
renkli daireler azinlik sinifina aittir ve cogunluk sinifi olarak geri kalan veri drnekleri mavi
renkli carp: ile gosterilmistir. Ikinci dengesiz veri kiimesi, yani “Gaussian-1", Sekil 4.1
(b)’de gosterildigi gibi 1:9 oranindaki orneklerle iki Gauss dagilimi kullanilarak elde
edilmistir. Kirmizi renkli daireler azinlik sinifin1 gosterirken, mavi renkli ¢arp1 ornekleri
cogunluk smifin1 gostermektedir. Sekil 4.1 (c)’de, “Gaussian-2” gibi baska bir Gauss
dagilimina dayanan dengesiz veri kiimesi verilmistir. Bu veri kiimesi, ayn1 sayida 6rnegin
3 X 3 1zgarada diizenlenmis 9 Gauss dagilimindan olugmustur. Ortadaki kirmizi renkli

daireler azinlik

1
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091X « X% x ¥ b
X X
%& XX%X % g S R oK X K
081 X XK K s X x% X
X XX XX ES « X
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0.7 Fx XX 0K Xx XX XX
%X Xx X x x X W% X
X X X ¥ x S XX s XXy
06 %% X % X xy X X
X X X x "x %3
x R §§§ x % X xx
05F X xx x RO R X ]
Xx « X% X X xx « X
04 % X X %% ><;:<>< 1
>§< x X >S5<>< >2< >§< x X X X
xX X % X
X o o XX T XX SO
03 F o o of X % X
o o °0 X =3
022 °F o F 0 T X %
25 o X
Ph 08% Xk K xRN X
01f © O ox i X x0X PARS
- © ooogx x x X X
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X By X o X X
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X XXX x 2 % % ><><><
X X XX xR x XX x
of X X « X xZEx X
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Sekil 4.1. Dort adet 2B yapay dengesiz veri kiimesi (X1, X2) (a) Uniform, (b) Gaussian-1, (c) Gaussian-2,
(d) Complex
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smifina aitken, mavi renkli ¢arp1 ornekler ¢ogunluk sinifina aittir. Son olarak, Sekil 4.1
(d)’de son yapay dengesiz veri kiimesi gosterilmistir. Azinlik ve ¢ogunluk simiflart igin
orneklerin orani 1:9 oldugu i¢in karmasik bir veri kiimesi olarak bilinmektedir.

Tablo 4.1 dort veri kiimesi lizerinde iki yontem tarafindan 10 adet bagimsiz
calistirmayla ulasilan G,,.’y1 gostermektedir. “Gaussian-1”, “Gaussian-2” ve “Uniform”
yapay veri kiimeleri i¢in 6nerilen NAAOM yontemi, agirliklandirilmis AOM semasina
kiyasla daha iyi sonuglar vermistir; ancak “Complex” yapay veri kiimesinde
agirhiklandirilmis AOM daha iyi sonug elde etmistir. Tablodaki daha iyi sonuglar kalin yazi
tipi stili olarak gosterilmistir. “Gaussian-2” veri kiimesi icin NAAOM ’nin tiim denemelerde

daha yiiksek bir G, elde ettigini belirtmek gerekir.

Tablo 4.1. AAOM’nin NAAOM ile yapay veri kiimeleri iizerindeki karsilastirmasi

AAOM NAAOM AAOM NAAOM
Veri Kiimesi Veri Kiimesi
Gort Gort Gort Gort

Gaussian-1-1 0,9811 0,9822 Gaussian-2-1 0,9629 0,9734
Gaussian-1-2 0,9843 0,9855 Gaussian-2-2 0,9551 0,9734
Gaussian-1-3 0,9944 0,9955 Gaussian-2-3 0,9670 0,9747
Gaussian-1-4 0,9866 0,9967 Gaussian-2-4 0,9494 0,9649
Gaussian-1-5 0,9866 0,9833 Gaussian-2-5 0,9467 0,9724
Gaussian-1-6 0,9899 0,9685 Gaussian-2-6 0,9563 0,9720
Gaussian-1-7 0,9833 0,9685 Gaussian-2-7 0,9512 0,9629
Gaussian-1-8 0,9967 0,9978 Gaussian-2-8 0,9644 0,9785
Gaussian-1-9 0,9944 0,9798 Gaussian-2-9 0,9441 0,9559
Gaussian-1-10 0,9846 0,9898 Gaussian-2-10 0,9402 0,9623
Uniform-1 0,9836 0,9874 Complex-1 0,9587 0,9481
Uniform-2 0,9798 0,9750 Complex-2 0,9529 0,9466
Uniform-3 0,9760 0,9823 Complex-3 0,9587 0,9608
Uniform-4 0,9811 0,9836 Complex-4 0,9482 0,9061
Uniform-5 0,9811 0,9823 Complex-5 0,9587 0,9297
Uniform-6 0,9772 0,9772 Complex-6 0,9409 0,9599
Uniform-7 0,9734 0,9403 Complex-7 0,9644 0,9563
Uniform-8 0,9785 0,9812 Complex-8 0,9575 0,9553
Uniform-9 0,9836 0,9762 Complex-9 0,9551 0,9446
Uniform-10 0,9695 0,9734 Complex-10 0,9351 0,9470
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4.3.2. Gercek Veri Kiimeleri Uzerindeki Deneyler

Bu boliimde, 6nerilen NAAOM yonteminin gergek veri kiimeleri iizerindeki basarimi
test edilmistir [110]. Farkli sayida 6znitelik, egitim ornekleri, test 6rnekleri ve dengesizlik
oranina sahip toplam 21 veri kiimesi Tablo 4.2°’de gosterilmistir. Seg¢ilen veri kiimeleri,
dengesizlik oranlarina gore iki sinifa ayrilabilir. Birinci sinif dengesizlik orani araligi 0 ile
0,2 arasindadir ve “yeast-1-2-8-9 vs_7”, “abalone9_18”, “glass-0-1-6_vs_2”, “vowel0”,
“yeast-0-5-6-7-9_vs 47, “page-blocks0”, “yeast3”, “ecoli2”, “new-thyroidl” ve ‘“new-
thyroid2” veri kiimelerini igermektedir. Ote yandan, ikinci smif “ecolil”, “glass-0-1-2-
3_vs_4-5-6”, “vehicle0”, “vehiclel”, “haberman”, “yeast”, “glass0”, “iris0”, “pima”,
“wisconsin”, ve “glassl” gibi veri kiimelerini igermektedir; dengesizlik orani 0,2 ile 1

arasinda degismektedir.

Tablo 4.2. Gergek veri kiimeleri ve nitelikleri

Veri Kiimesi Oznitelik  Egitim Verisi  Test Verisi  Dengesizlik

Sayisi Sayisi Sayisi Oram
yeast-1-2-8-9_vs_7 8 757 188 0,0327
abalone9_18 8 584 147 0,0600
glass-0-1-6_vs_2 9 153 39 0,0929
vowel0 13 790 198 0,1002
yeast-0-5-6-7-9_vs 4 8 422 106 0,1047
page-blocks0 10 4377 1095 0,1137
yeast3 8 1187 297 0,1230
ecoli2 7 268 68 0,1806
new-thyroidl 5 172 43 0,1944
new-thyroid2 5 172 43 0.1944
ecolil 7 268 68 0,2947
glass-0-1-2-3_vs_4-5-6 9 171 43 0,3053
vehicle0 18 676 170 0,3075
vehiclel 18 676 170 0,3439
haberman 3 244 62 0,3556
yeastl 8 1187 297 0,4064
glass0 9 173 43 0,4786
irisO 4 120 30 0,5000
pima 8 614 154 0,5350
wisconsin 9 546 137 0,5380
glassl 9 173 43 0,5405

44



Yapilan deneysel galismalar ile énerilen NAAOM’nin, AOM, AAOM ve DVM ile
karsilastirma sonuglar1 Tablo 4.3’te verilmisti. AAOM yontemi farkli agirliklandirma
semasi (W1, W2) kullandigindan karsilastirmada daha yiiksek G, degeri iiretmistir. Tablo
4.3’te goriildiigii gibi, NAAOM yéntemi dengesiz veri kiimelerinin 17’sinde daha yiiksek
Gore degerleri vermistir. Ug veri kiimesi igin yiiksek G,,, degeri paylasilmistir. Sadece

“page-blocks0” veri kiimesi i¢in, AAOM yontemi daha iyi sonug vermistir.

Tablo 4.3. ikili veri kiimelerinin Gor agisindan deneysel sonucu

Gauss cekirdek Radyal tabanh cekirdek
. AAOM NAAOM
Gort AOM DVM . ..
encok(W1,W>) (0nerilen yontem)
C Gort (%) C Gort (%) Gort (%) C Gort (%)
yeast-1-2-8-9_vs_7 248 60,97 24 71,41 47,88 27 77.57
(0,0327)
abalone9 18 (0,0600) 218 72,71 2% 89,76 51,50 2% 94,53
o glass-0-1-6_vs_2 2 63,20 2% 83,59 27 91,86
o 51,26
+ (0,0929)
3 vowel0 (0,1002) 218 100,00 218 100,00 99,44 27 100,00
=
8 \oact N.E.A.7. 6 4 -10
£ yeast-0-5-6-7-9 vs_ 4 2 68,68 2 82,21 62,32 2 85,29
= (0,1047)
.E page-blocks0 (0,1137) 24 89,62 216 93,61 87,72 220 93,25
%)
2 yeast3 (0,1230) 244 84,13 2 93,11 84,71 23 93,20
%
©  ecoli2 (0,1806) 218 94,31 28 94,43 92,27 210 95,16
new-thyroidl (0,1944) 2° 99,16 214 99,72 96,75 27 100,00
new-thyroid2 (0,1944) 22 99,44 212 99,72 98,24 27 100,00
ecolil (0,2947) 20 88,75 210 91,04 87,73 220 92,10
glass-0-1-2-3 vs_4-5- 210 93,26 218 95,41 9184 27 95,68
6 (0,3053) '
-, Vehicle0 (0,3075) 28 99,36 2% 99,36 96,03 210 99,36
g vehiclel (0,3439) 218 80,60 2% 86,74 66,04 210 88,06
E haberman (0,3556) 24 57,23 214 66,26 37,35 27 67,34
_°: yeastl (0,4064) 20 65,45 210 73,17 61,05 210 73,19
-E glass0 (0,4786) 20 85,35 20 85,65 79,10 218 85,92
%)
%D irisO (0,5000) 218 100,00 218 100,00 98,97 210 100,00
<
pima (0,5350) 20 71,16 28 75,58 70,17 210 76,35
wisconsin (0,5380) 22 97,18 28 97,70 95,67 27 98,22
glassl (0,5405) 218 77,48 2? 80,35 69,64 217 81,77
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NAAOM yonteminin, 4 veri kiimesi (“vowel0”, “new-thyroid1”, “new-thyroid2”, “iris0”)
icin %100 G, degerine ulastigini belirtmek gerekir. Buna ek olarak, NAAOM tiim veri
kiimeleri i¢in DVM’den daha yiiksek G,,; degerleri iiretmistir.

Elde edilen sonuglar, ayrica egri altindaki alan (EAA) degerleri ile de
degerlendirilmistir [111]. Buna ek olarak, Tablo 4.4’te gosterildigi iizere dnerilen NAAOM

Tablo 4.4. ikili veri kiimelerinin ortalama EAA agisindan deneysel sonucu

Gauss ¢ekirdek Radyal tabanh ¢ekirdek
. AAOM NAAOM
AOM DVM
encok(\W1,W2) (6nerilen yontem)

C EAA (%) C EAA(%) EAA (%) C EAA (%)

yeast-1-2-8-9_vs_7

48 4 -7
(0,0327) 2 61,48 2 65,53 56,67 2 74,48
abalone9_18 18 o 2
(0.0600) 2 73,05 2 89,28 56,60 2 95,25
glass-0-1-6_vs_2 50 - 7
g (0,0929) 2 67,50 2 61,14 53,05 2 93,43
c' vowel0 (0,1002) 7 93,43 218 99,22 99,44 27 99,94
£ yeast-0-5-6-7- . : 10
g 9 vs_4 (0,1047) 2 66,35 2 80,09 69,88 2 82,11
=<
= page-blocks0 " i 20
% (0,1137) 2 67,42 2 71,55 88,38 2 91,49
2 yeast3 (0,1230) 244 69,28 248 90,92 83,92 23 93,15
D
= ecoli2 (0,1806) 218 7115 28 9434 92,49 210 94,98
new-thyroidl 0 1 7
(0.1944) 2 90,87 2 98,02 96,87 2 100,00
new-thyroid2 ) 12 7
(0,1944) 2 84,29 2 96,63 98,29 2 100,00
ecolil (0,2947) 20 66,65 210 90,28 88,16 220 92,18
glass-0-1-2-3 vs_4- 10 18 ;
5-6 (0,3053) 2 88,36 2 93,94 92,02 2 95,86
< Vehicle0 (0,3075) 28 71,44 220 62,41 96,11 210 98,69
o vehiclel (0,3439) 218 58,43 22 51,80 69,10 210 88,63
:5 haberman (0,3556) 242 68,11 214 5544 54,05 27 72,19
E yeast1 (0,4064) 20 56,06 210 70,03 66,01 210 73,66
N glass0 (0,4786) 20 74,22 20 75,99 79,81 213 81,41
]
:::’ iris0 (0,5000) 28 100,00 2% 100,00 99,00 210 100,00
=
pima (0,5350) 20 59,65 28 50,01 71,81 210 75,21
wisconsin (0,5380) 22 83,87 28 80,94 95,68 2 98,01
glassl (0,5405) 218 75,25 22 80,46 72,32 pall 81,09
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yontemi elde edilen EAA degerlerine dayanilarak AOM, AAOM ve DVM ile
karsilastirlmistir. Incelenen tiim veri kiimeleri igin, 6nerilen yontemin EAA degerleri diger
yontemlere kiyasla daha yiiksek basarim sagladigi goriilmiustiir.

Onerilen NAAOM yénteminin, AOM, AAOM ve DVM yéntemleri ile uygun olarak
karsilastirilmast icin EAA sonuglarina iligkin istatistiksel testler diistintilmiis ve eslestirilmis
t-testi segilmistir [112]. Onerilen yontemin EAA sonuglar ile karsilastirilan her bir yontemin
EAA sonuglar1 arasindaki eslestirilmis t-testi degerleri, p-degeri acisindan Tablo 4.5’te

gosterilmistir.

Tablo 4.5. Her bir yontem ile 6nerilen yontemin EAA sonuglar arasindaki Eslestirilmis t-testi degerleri

Veri Kiimesi (dengesizlik orani) AOM AAOM DVM
yeast-1-2-8-9 vs 7 (0,0327) 0,0254 0,0561 0,0018
abalone9_18 (0,0600) 0,0225 0,0832 0,0014
g— glass-0-1-6_vs_2 (0,0929) 0,0119 0,0103 0,0006
cl vowel0 (0,1002) 0,0010 0,2450 0,4318
;§ yeast-0-5-6-7-9_vs_4 (0,1047) 0,0218 0,5834 0,0568
_; page-blocks0 (0,1137) 0,0000 0,0000 0,0195
':% yeast3 (0,1230) 0,0008 0,0333 0,0001
%ﬁ ecoli2 (0,1806) 0,0006 0,0839 0,0806
® new-thyroidl (0,1944) 0,0326 0,2089 0,1312
new-thyroid2 (0,1944) 0,0029 0,0962 0,2855
ecolil (0,2947) 0,0021 0,1962 0,0744
glass-0-1-2-3_vs_4-5-6 (0,3053) 0,0702 0,4319 0,0424
4 vehicle0 (0,3075) 0,0000 0,0001 0,0875
(\',h vehiclel (0,3439) 0,0000 0,0000 0,0001
; haberman (0,3556) 0,1567 0,0165 0,0007
s
g yeastl (0,4064) 0,0001 0,0621 0,0003
E glass0 (0,4786) 0,0127 0,1688 0,7072
E,’é,_, irisO (0,5000) NaN NaN 0,3739
S pima (0,5350) 0,0058 0,0000 0,0320
wisconsin (0,5380) 0,0000 0,0002 0,0071
glassl (0,5405) 0,0485 0,8608 0,0293

Tablo 4.5’te onerilen yonteme 6nemli bir avantaj saglayan p-degerlerinin 0,05’ esit veya

daha kiiciik oldugu sonuglar kalin yaz: tipi stilinde gosterilmistir. Bdylece dnerilen NAAOM
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yontemiyle, her veri kiimesi ve yontem giftleri ayr1 olarak degerlendirildiginde toplam 63
testten 39’unda diger yontemlerden daha iyi sonug elde edilmistir.

EAA degerlerine gore elde edilen sonuglarin karsilastirilmasi igin baska bir istatistiksel
test, Friedman hizali siralama testi uygulanmistir [113]. Bu test parametrik olmayan bir
testtir ve Holm yontemi, post-hoc kontrol yontemi olarak se¢ilmistir. Anlamlilik diizeyi 0,05
olarak belirlenmistir. Istatistikler, STAC [114] araci ile elde edilmistir ve Tablo 4.6’da
kaydedilmistir. Bu sonuglara gére, en yiiksek sira degeri onerilen NAAOM ydntemi ile elde
edilmistir. DVM ve AAOM nin sira degerleri AOM’den daha biiyiiktiir. Buna ek olarak,
karsilastirma istatistikleri, ayarlanmis (diizeltilmis) p-degerleri ve hipotez sonuglar1 Tablo

4.6’da verilmistir.

Tablo 4.6. Friedman hizali siralama testi (anlamlilik diizeyi 0,05)

Istatistik p-degeri Sonug
29,6052 0,0000 HO reddedildi
Siralama
Algoritma Sira
AOM 21,7619
AAOM 38,9047
DVM 41,5238
NAAOM 67,8095
Karsilastirma Istatistik Ayarlavnnfls Sonug¢
p-degeri
NAAOM - AOM 6,1171 0,0000 HO reddedildi
NAAOM - AAOM 3,8398 0,0003 HO reddedildi
NAAOM - DVM 3,4919 0,0005 HO reddedildi

Daha sonra dnerilen NAAOM yoéntemi, 12 veri kiimesi iizerinde topluluk temelli iki
AAOM yontemiyle karsilastirilmistir [44]. Elde edilen sonuglar ve ortalama siniflandirma
degerleri G,,; Tablo 4.7°de gosterilmistir. Her bir veri kiimesi i¢in en iyi siniflandirma
sonucu kalin yazi tipi stili olarak vurgulanmistir. Ortalama siniflandirma basarimi {izerine
genel bir bakis yapilirsa, NAAOM yonteminin her iki topluluk temelli AAOM yéntemlerine
gore en yiiksek G,,; degerini verdigi goriilmektedir. Buna ek olarak, dnerilen NAAOM
yontemi, “yeast3” ve “glass2” veri kiimeleri istisna olarak, 12 veri kiimesinin 10’unda G,

degerlerine gore diger iki yontemden daha iistiindiir.
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Dikkatli bir gozlem ile goriilebilecegi iizere, NAAOM yontemi “glass1”, “haberman”,

“yeastl 77

ve

“abalone9 18” wveri

kiimeleri agisindan basarimi

Onemli

Olcilide

gelistirmemistir ancak her iki topluluk temelli AAOM yénteminden biraz daha iyi basarim

gostermistir.

Tablo 4.7. Onerilen yontemin topluluk temelli iki AAOM yéntemiyle karsilastirilmasi

Oy-temelli DE-temelli NAAOM
Veri Kiimesi  topluluk topluluk

C Gort (%) C Gort (%) C  Gon (%)
glassl 2% 74,32 218 77,72 2 81,77
haberman 212 63,10 2%8 62,68 27 67,34
ecolil 240 89,72 20 91,39 220 92,10
new-thyroid2 2% 99,47 2%2 99,24 27 100,00
yeast3 24 94,25 22 94,57 23 93,20
ecoli3 210 88,68 218 89,50 2% 92,16
glass2 28 86,45 216 87,51 27 85,58
yeastl 7 2% 78,95 2% 78,94 26 84,66
ecoli4 28 96,33 21 96,77 210 98,85
abalone9 18 24 89,24 216 90,13 228 94,53
glass5 218 94,55 212 94,55 27 95,02
yeasts 212 94,51 2% 94,59 2% 98,13
Ortalama 87,46 88,13 90,53

Karsilastirilan yontemlerin kutu cizimleri Sekil 4.2°de gosterilmisti. NAAOM

yontemi tarafindan iretilen kutu, karsilagtirilan oy-temelli topluluk ve diferansiyel evrim

(DE)-temelli topluluk yéntemleri tarafindan olusturulan kutulardan daha kisadir. NAAOM

yonteminin dagilim derecesi nispeten daha diigiiktiir. Ayrica, tim yontemlere ait kutu

¢izimlerinin “haberman” veri kiimesinin G,,; "unu bir istisna olarak degerlendirdigini

belirtmek gerekir. Son olarak kutu ¢izimleri, dnerilen NAAOM yonteminin topluluk temelli

AAOM yéntemlerine kiyasla daha dayanikli oldugunu belirlemistir.
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5. NOTROZOFIK KUME TABANLI k-EN YAKIN KOMSULUK
SINIFLANDIRICISI

5.1. Giris

Bu boélimde, NK teorisine dayanan yeni bir basit k-EYK yaklagimi Onerilmistir.
Onerilen yontem Nétrozofik Kiime tabanli k-En Yakin Komsuluk (NK-k-EYK) olarak
adlandirilmigtir. K-EYK  smiflandiricisinin siniflandirma basarimimi  artirmak igin NK
tiyelikleri benimsenmistir. Bu amagla, NCO algoritmasi, kiimelerin merkezlerini elde etmek
icin etiketlenmis egitim verilerinin kullanildig: egiticili bir sekilde ele alinmistir. Nihai aitlik
tiyeligi derecesi U, NK igliisiinden U =T + [ — F olarak hesaplanmigtir. Bulanik k-
EYK’da verildigi gibi benzer bir nihai oylama semas1 sinif etiketlerinin belirlenmesi i¢in
kullanilmistir.

Onerilen NK-k-EYK yonteminin basarimi  kapsamli  deneyler yapilarak
degerlendirilmistir. Bu amagla birka¢ yapay ve gergek diinya veri kiimeleri kullanilmistir.
Onerilen yéntem, k-EYK, bulanik k-EYK ve iki agirhiklandirilmis K-EYK semalart ile

kiyaslanmistir. Sonuglar tesvik edici ve ilerlemeye agiktir.
5.2. Onerilen Yontem
5.2.1. k-En Yakin Komsuluk Simiflandiricisi

Literatiir bolimiinde de belirtildigi gibi, kK-EYK, 1951 yilinda Onerilen en basit,
popiiler, egiticili ve parametrik olmayan bir siniflandirma yontemidir [46]. Test verilerinin
egitim depolarinda saklanan veri 6rneklerine olan benzerligini 6l¢en, uzakliga dayali bir
smiflandiricidir. Daha sonra, test verileri egitim kiimesindeki en yakin k komsusunun
cogunluk oylariyla etiketlenmektedir.

X = {x1,%2, ..., Xy}, X; € R™’nin n boyutlu 6znitelik uzayinda egitim noktalarinin
bulundugu egitim kiimesi oldugunu diisiinelim ve Y = {y;, y,, ..., Yy} bunlara karsilik gelen
smif etiketleri olsun. Sinif etiketi bilinmeyen bir test veri noktas1 x verildiginde, bu asagidaki
gibi belirlenebilir:

e Bir uzaklik fonksiyonu (Oklid uzaklig1 gibi) kullanarak test 6rnegi ile egitim

ornegi arasindaki benzerlik 6l¢iimlerini hesaplayiniz.



e Benzerlik dlgiisiine gore, test veri 6rneginin k adet en yakin komsularini egitim

veri orneklerinde bulunuz.
5.2.2.  Bulamk k-En Yakin Komsuluk Simiflandiricisi

k-EYK’da, bir egitim veri 6rnegi X’in verilen siniflardan birine ait oldugu kabul
edildiginde, o egitim 6rneginin her bir C smifina olan U tyeligi {0, 1} deki bir degerler
diziyle verilir. Egitim veri 6rnegi x, ¢; smifina ait ise, C = {cy, ¢,} oldugundan U, (x) = 1
ve U, (x) = 0 olur.

Bununla birlikte, bulanik k-EYK’da net iiyelikler kullanmak yerine bulanik teorinin
dogas1 geregi siirekli aralikta tiyelikler kullanilmaktadir [53]. Boylece egitim veri 6rneginin

iyeligi su sekilde hesaplanabilir:

k
0.51 + 0.49% eger c = cq ise

0.49 % diger durumlarda

burada k., X’in k komsular1 arasinda bulunan ¢; smifina ait 6rnek sayismni gostermekte ve
K ise bir tek tam sayidir.
Bulanik iiyelikler hesaplandiktan sonra bir test orneginin smif etiketi su sekilde
belirlenebilir:
e Test 6rneginin k en yakin komsularimi Oklid uzakhig ile belirleyiniz.
e Oklid normunu ve iiyelikleri kullanarak her bir simif ve komsu i¢in bir nihai oy

uretiniz.

UC(kj)
/ e = k)

- (5.2)
k 2
Zit / (1% — kll)/m-1

V(kj, c) =

burada k;, j ’ninci en yakin komsu ve m = 2 bir parametredir. Daha sonra nihai

siniflandirmayi elde etmek i¢in her komsunun oylar1 eklenir.
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5.2.3. NK-k-EYK: Notrozofik Kiime tabanh k-En Yakin Komsuluk Simiflandirici

Geleneksel k-EYK, egitim veri kiimelerindeki simif etiketlerine esit agirliklar
atamasindan muzdarip oldugundan, bu kisitlamanin {istesinden gelmek ic¢in notrozofik
iiyelikler benimsenmistir. Notrozofik iiyelikler, veri noktasinin kendi sinifindaki 6nemini
yansitmaktadir ve bu iiyelikler kK-EYK yaklasimi i¢in yeni bir islem olarak kullanilabilir.

Notrozofik kiime, bir Ornegin dogruya, yanlisa ve belirsizlige ait tyeliklerini
belirleyebilir. Egiticisiz notrozofik kiimeleme algoritmast NCO, egiticili bir sekilde
kullanilabilir [13, 115]. Net (keskin, crisp) kiimeleme yontemleri, her bir veri noktasinin
kiimelerin merkezine olan yakinligina gore bir kiimeye ait olmasi gerektigini
varsaymaktadir. Bulanik kiimeleme yontemleri, her veri noktasina kiimenin merkezine
yakinlhigina gore bulanik tiyelikler atamistir. Notrozofik kiimeleme, her veri noktasina T', 1
ve F iiyeliklerini sadece bir kiime merkezine olan yakinligina gére degil, ayn1 zamanda iki
kiimenin merkez ortalamasina yakinligina gore atamistir. NCO kiimeleme hakkinda ayrintilt
bilgi Boliim 3.2°de ve kaynak [13]’de bulunmaktadir. Bir egiticili 6grenmede egitim veri
kiimelerinin etiketleri bilindiginden, kiimelerin merkezleri buna gore hesaplanabilir.

Sonrasinda, dogru (T), belirsizlik (I) ve yanlis (F) tiyelikleri asagidaki gibi hesaplanabilir:

(x; — Cj)_(ﬁ)
Tl . = 2 2 2 (53)
! ch.zl(xl- - Cj)_(m) + (xi - CTimax)_(m) + 6_(m)

(x; — C_'imax)_(ﬁ)
. - 2 2 (5.4)
ZJC.:l(xi B Cj)_(ﬁ) +(x — Eimax)_(ﬁ) + 5_(m)

)" G=)
F = 2 > . (55)
quzl(xi - Cj)_(m) + (X — 5imax)_(m) + 5_(E)

burada m bir sabit, § bir diizenleyici parametredir ve c; , j kiimesinin merkezini
gostermektedir. Her bir i noktasi i¢in, Cjpq, dogru iiyelik degerlerinin digerlerinden daha

bliylik oldugu iki kiime merkezinin ortalamasidir. Tj;, j simifi igin i noktasinin dogru tyelik
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degerini gosterir. F;, i noktasinin yanlis iiyelik degerini gostermekte ve I;, i noktasinin
belirsizlik tiyelik degerini belirtmektedir. Daha biiyiik T;; degeri, i noktasinin bir kiimenin
yakininda oldugu ve bu noktanin giiriiltii olma olasiliginin daha az oldugu anlamina gelir.
Daha biiyiik I; degeri, i noktasinin herhangi iki kiime arasinda oldugunu ve daha biiyilik F;
degerinin, i noktasinin muhtemelen giiriiltii oldugunu gosterdigini ifade etmektedir. i
noktast i¢in nihai bir tiyelik degeri, dogru iiyelik degerine belirsizlik liyelik degerini
ekleyerek ve (5.6)’da gosterildigi gibi yanlis iiyelik degerini ¢ikararak hesaplanabilir.
Notrozofik iiyelik liglemesini belirledikten sonra, j. sinif etiketi i¢in bilinmeyen bir x,,

orneginin tiyeligi [54]’te oldugu gibi hesaplanabilir.

K di(Tyj+ 1, — F)

i = (5.6)

1
dy=——r 57)
I, = 7=

burada d;, x; ve x, arasindaki uzakligi 6lgmeye yarayan uzaklik fonksiyonu, k en yakin
komsulugun degeri, ve q bir tam sayidir. Bilinmeyen bir x,, 6rneginin nétrozofik iiyelik
degerleri tiim siniflara atandiktan sonra, NK-k-EYK, x,, 6rnegini ntrozofik liyeligi en fazla
olan sinifa atar. Onerilen NK-K-EYK yontemini olusturmak igin asagidaki adimlar

uygulanir:

Adim 1: FEtiketlenmis veri kiimesine gore kiime merkezlerini baglat ve her bir
egitim veri kiimesindeki veri noktasinin T, I ve F degerlerini Denklem
(5.3), (5.4) ve (5.5)’1 kullanarak elde et;

Adim 2:  Test veri 6rneklerinin iiyelik derecelerini Denklem (5.6) ve (5.7)’e gore
hesapla;

Adim 3: Notrozofik liyeligi en biiyiik olan sinifa bilinmeyen test veri noktalarinin

smiflarini atayn.
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5.3. Deneysel Calismalar

Onerilen yontemi test etmek igin iki yapay veri kiimesi kullanilmis ve parametrelerin
siniflandirma dogruluguna olan etkisi incelenmistir. Ote yandan oOnerilen ydntem ile
geleneksel k-EYK ve bulanik k-EYK yontemlerini karsilastirmak igin birkag gergek veri
kiimesi kullanilmigtir. Ayrica Onerilen yontem, Ak-EYK ve CAk-EYK gibi
agirliklandirilmis k-EYK yontemiyle de karsilastiriimastir.

Deneylerde kullanilan “Corner” ve “Line” yapay veri kiimeleri sirastyla Sekil 5.1 ()
ve (b)’de gosterilmistir. Her iki yapay veri kiimesi dort sinifli 2B’li veri igermektedir. Yapay

veri kiimelerinin rastgele secilen yarist egitim i¢in, diger yarisi test i¢in kullanilmistir.

5 097
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10 &8% Q? o8y
% &8
ng o 07
5 s S
O o
M o ° oo§ o & RSele] 06
R 0 N
<] o, L
© S’@?O%o%ﬁ Q%&Oﬁ o (80 8@0 08
5 o(@ Q
& 95 04
1o 6% o0
° 03F
15
-15 -10 5 0 5 10 15 02! - . . . .
5 0 01 02 03 04 05 06 07 08 09
X1
(a) (b)

Sekil 5.1. Yapay veri kiimeleri (a) “Corner” veri kiimesi, (b) “Line” veri kiimesi

k degeri sirasiyla 5, 10 ve 15; ¢ degeri sirasiyla 0,01, 0,1 ve 1 olarak se¢ilmistir. Elde edilen
sonuglar Sekil 5.2°de sirayla gosterilmistir. Sekil 5.2°nin ilk satirinda goriildiigi gibi,
onerilen NK-k-EYK yontemi her iki veri kiimesi i¢in de k = 5 ve § = 0,01 degerleri ile
%100 siniflandirma dogrulugu elde etmistir. Bununla birlikte, Sekil 5.2°nin ikinci ve {igiincii
satirlarinda gosterildigi gibi diger parametre degerleri i¢in %100 siniflandirma dogrulugu
elde edilememistir. Bu durum 6nerilen NK-k-EYK yonteminin k ve  uzayinda bir parametre
ayar mekanizmasina ihtiyact oldugunu gostermektedir. Bu nedenle k, 2 ile 15 arasinda bir

tamsay1 degerine ayarlanmis ve § parametresi {2719,278, ... 28,219} araliginda aranmistir.
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Sekil 5.2. “Corner” ve “Line” veri kiimeleri i¢in gesitli k ve & degerleriyle siiflandirma sonuglar

KEEL veri kiimeleri deposundan [110] indirilen 39 gercek veri kiimesi tizerinde daha
ileri deneyler yapilmistir. Her bir veri kiimesi, ¢apraz dogrulama islemine (5-katli veya 10-
katli) gore daha 6nceden boliimlere ayrilmistir. Tablo 5.1, her bir veri kiimesinin 6rnek
sayisi, Oznitelik sayist ve siif sayist gibi ¢esitli 6zelliklerini gostermektedir. Tiim 6zellik
degerleri [—1, 1]’e normalize edilmis ve tiim deneylerde 5-kathi ¢apraz dogrulama islemi
benimsenmistir. Dogruluk degerleri, dogru siniflandirilmis 6rnek sayisinin toplam 6rnek

sayisina orani olarak hesaplanmstir.
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Tablo 5.1. KEEL veri deposundan veri kiimeleri ve 6zellikleri [110]

Veri Kiimesi Ornek  Oznitelik  Simf Veri Kiimesi Ornek Oznitelik  Simf
Sayisi Sayisi Sayisi Sayisi Sayisi Sayisi
Appendicitis 106 7 2 Penbased 10992 16 10
Balance 625 4 3 Phoneme 5404 5 2
Banana 5300 2 2 Pima 768 8 2
Bands 365 19 2 Ring 7400 20 2
Bupa 345 6 2 Satimage 6435 36 7
Cleveland 297 13 5 Segment 2310 19 7
Dermatology 358 34 6 Sonar 208 60 2
Ecoli 336 7 8 Spectfheart 267 44 2
Glass 214 9 7 Tae 151 5 3
Haberman 306 3 2 Texture 5500 40 11
Hayes-roth 160 4 3 Thyroid 7200 21 3
Heart 270 13 2 Twonorm 7400 20
Hepatitis 80 19 2 Vehicle 846 18 4
lonosphere 351 33 2 Vowel 990 13 11
Iris 150 4 3 Widbc 569 30 2
Mammographic 830 5 2 Wine 178 13 3
Monk-2 432 6 2 Winequality-red 1599 11 11
Movement 360 90 15 Winequality- 4898 11 11
white
New thyroid 215 5 3 Yeast 1484 8 10
Page-blocks 5472 10 5 - - - -

Bulgulara ek olarak, deney sonuglart ayni gercek veri kiimeleri iizerinde yapilan k-
EYK ve bulanik k-EYK deney sonuglari ile de karsilagtirilmistir. Elde edilen sonuglar Tablo
5.2’de gosterilmistir ve en 1yi sonuglar kalin yaz: tipi stili olarak belirtilmistir. Tablo 5.2°de
gorildigi gibi, Onerilen NK-k-EYK yontemi 39 veri kiimesinden 27’sinde diger
yontemlerden daha iyi sonug¢ vermistir. Buna ek olarak, k-EYK ve bulanik k-EYK sirasiyla
39 veri kiimesindeki 6 ve 7 veri kiimesinde daha iyi basarim gostermistir. Onerdigimiz
yontem iki veri kiimesinde (“New thyroid”, “Wine”) %100 basar1 elde etmistir. Ustelik
onerilen NK-k-EYK yontemi 13 veri kiimesi i¢in %90’nin iizerinde dogruluk degerine
ulagsmigtir. Diger taraftan, “Winequality-white” veri kiimesi i¢in %33,33’liikk daha kotii bir
basarim kaydedilmistir. Ayrica dogruluk degeri %50 nin altinda olan toplam 3 tane veri

kimesi mevcuttur.
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Tablo 5.2. kK-EYK ve bulanik k-EYK’ya kars1 6nerilen yontem NK-k-EYK’nin deney sonuglari

Veri Kiimesi ~ k-EYK i:l;;l:f ’fl) K‘-(ko- Igf:(l Veri Kiimesi k-EYK itl;:l:(k 3 K‘-{ko- Iétsl}l(l
Appendicitis 8791 97,91 90,00 Penbased 99,32 99,34 86,90
Balance 89,44 88,96 93,55 Phoneme 88,49 89,64 79,44
Banana 89,89 89,42 60,57 Pima 73,19 73,45 81,58
Bands 71,46 70,99 75,00 Ring 71,82 63,07 72,03
Bupa 62,53 66,06 70,59 Satimage 90,94 90,61 92,53
Cleveland 56,92 56,95 72,41 Segment 95,41 96,36 97,40
Dermatology 96,90 96,62 97,14 Sonar 83,10 83,55 85,00
Ecoli 82,45 83,34 84,85 Spectfheart 77,58 78,69 80,77
Glass 70,11 72,83 76,19 Tae 45,79 67,67 86,67
Haberman 71,55 68,97 80,00 Texture 98,75 98,75 80,73
Hayes-roth 30,00 65,63 68,75 Thyroid 94,00 93,92 74,86
Heart 80,74 80,74 88,89 Twonorm 97,11 97,14 98,11
Hepatitis 89,19 85,08 87,50 Vehicle 72,34 71,40 54,76
lonosphere 96,00 96,00 97,14 Vowel 97,78 98,38 49,49
Iris 85,18 84,61 93,33 Wdbc 97,18 97,01 98,21
Mammographic 81,71 80,37 86,75 Wine 96,63 97,19 100,00
Monk-2 96,29 89,69 97,67 :’:{;”eq”amy’ 5560 68,10 46,84
Movement 7861 3611 50,00 m?tiq“a“ty' 5104 6827 3333

New thyroid 95,37 96,32 100,00  Yeast 57,62 59,98 60,81
Page-blocks 9591 95,96 96,34 - - - -

Daha sonra UCI veri deposundan [116] birka¢ veri kiimesi iizerinde deneyler
gerceklestirildi. Toplamda, bu deneylerde 11 veri kiimesi diisiiniilmistiir ve sonuglar iki
agirhiklandirilmis k-EYK yaklasimi olan AK-EYK ve CAk-EYK ile karsilagtirilmistir.
Deneylerde kullanilan UCI veri deposundaki her bir veri kiimesinin 6zellikleri Tablo 5.3°te
gosterilmis ve elde edilen tiim sonuglar en yiliksek dogruluk degerleri kalin yaz1 tipi sitilinde

yazilarak Tablo 5.4’te verilmistir.
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Tablo 5.3. UCI veri deposundan bazi veri kiimeleri ve 6zellikleri [116]

Veri Oznitelik Ornek Simif Egitim Ornegi Test Ornegi
Kiimesi Sayisi Sayisi Sayisi Sayisi Sayisi
Glass 10 214 7 140 74
Wine 13 178 3 100 78
Sonar 60 208 2 120 88
Parkinson 22 195 2 120 75
lono 34 351 2 200 151
Musk 166 476 2 276 200
Vehicle 18 846 4 500 346
Image 19 2310 7 1310 1000
Cardio 21 2126 10 1126 1000
Landsat 36 6435 7 3435 3000
Letter 16 20000 26 10000 10000

Tablo 5.4’te goriildiigi gibi, 6nerilen NK-k-EYK yontemi 11 veri kiimesinden 8’inde

diger yontemlerden daha iyi basarim gostermistir ve geri kalan 3 veri kiimesinde CAK-EYK

daha iyi sonug vermistir. “Parkinson”, “Image” ve “Landsat” veri kiimeleri i¢gin, 6nerilen

yontem %90 nin lizerinde dogruluk degerleri tiretmistir ve en kotii dogruluk sonucu %60,81

ile “Glass” veri kiimesine aittir. AK-EYK ve CAK-EYK neredeyse ayni dogruluk degerlerini

tiretmis ve “Letter” ile “Glass” veri kiimelerinde onerilen yontemden 6nemli 6l¢lide daha iyi

basarim gostermistir.

Tablo 5.4. AK-EYK ve CAK-EYK’ya kars1 6nerilen yontem NK-k-EYK’nin dogruluk degerleri

Veri Kiimesi

AK-EYK (%)

CAK-EYK (%)

Onerilen Yontem

NK-k-EYK (%)

Glass
Wine
Sonar
Parkinson
lono
Musk
Vehicle
Image
Cardio
Landsat
Letter

69,86
71,47
81,59
83,53
84,27
84,77
63,96
95,19
70,12
90,63
94,89

70,14
71,99
82,05
83,93
84,44
85,10
64,34
95,21
70,30
90,65
94,93

60,81
79,49
85,23
90,67
85,14
86,50
71,43
95,60
66,90
91,67
63,50
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Ek olarak, her bir KEEL veri kiimesi iizerinde her yontemin galisma siirelerini
karsilagtirilmistir. Elde edilen galisma siireleri Tablo 5.5’te verilmistir. Deneyler, Intel Core
i7-4810 islemcili ve 32 GB bellege sahip bir bilgisayarda MATLAB 2014b [117] program
ortaminda gergeklestirilmistir. Tablo 5.5’te goriildiigii gibi, baz1 veri kiimeleri i¢in k-EYK
ve bulanik k-EYK yontemleri, onerilen NK-k-EYK' yonteminin ulastigindan daha diisiik
calisma siirelerine ulasmistir. Ancak ortalama calisma siireleri goz Oniine alindiginda,
Onerilen yontem en diisiik ¢alisma stiresine 0,69 saniyeyle ulasmistir. K-EYK yontemi de
1,41 saniye ile ikinci en diisiik ¢calisma siiresine sahiptir. Bulanik k-EYK yontemi, diger
yontemlerle karsilastirildiginda ortalama en yavas ¢aligsma siiresini elde etmistir. Bulanik k-

EYK yoOnteminin ¢alisma stiresi 3,17 saniyede kalmistir.

Tablo 5.5. Her bir yontem i¢gin ¢alisma siirelerinin karsilagtiritlmasi

Veri Kiimesi k-EYK llitl;l;:(k Ifl) K‘-(ko- I;:::; Veri Kiimesi k-EYK l?:;n;:(k 3 K‘-{ko- III;:;I:(I
Appendicitis 0,11 0,16 0,15 Penbased 10,21 18,20 3,58
Balance 0,15 0,19 0,18 Phoneme 0,95 1,88 0,71
Banana 1,03 1,42 0,57 Pima 0,45 0,58 0,20
Bands 0,42 0,47 0,19 Ring 6,18 10,30 2,55
Bupa 0,14 0,28 0,16 Satimage 8,29 15,25 1,96
Cleveland 0,14 0,18 0,19 Segment 1,09 1,76 0,63
Dermatology 0,33 0,31 0,22 Sonar 0,15 0,21 0,23
Ecoli 0,12 0,26 0,17 Spectfheart 0,14 0,25 0,22
Glass 0,10 0,18 0,18 Tae 0,13 0,12 0,16
Haberman 0,13 0,24 0,16 Texture 6,72 12,78 4,30
Hayes-roth 0,07 0,11 0,16 Thyroid 5,86 9,71 2,14
Heart 0,22 0,33 0,17 Twonorm 5,89 10,27 2,69
Hepatitis 0,06 0,06 0,16 Vehicle 0,17 0,31 0,27
lonosphere 0,13 030 0,25 Vowel 0,47 0,62 0,31
Iris 0,23 0,13 0,16 Wdbc 0,39 0,46 0,26
Mammographic 0,21 0,22 0,20 Wine 0,08 0,14 0,17
Monk-2 027 033 0,17 :’;’;”eq”a"ty' 028 046 0,34
Movement 016 034 0,35 \\I’vvr:irlzq”a"ty' 138 195 0,01
New thyroid 0,14 0,18 0,17 Yeast 0,44 0,78 0,30
Page-blocks 1,75 2,20 0,93 Ortalama 1,41 3,17 0,69
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Genel olarak, Tablo 5.2’de ve Tablo 5.4’te gosterilen dogruluk degerleri dikkate
alindiginda onerilen NK-k-EYK yonteminin basarili oldugu sodylenebilir. NK-k-EYK
yonteminin bu yiiksek dogruluk degerlerini elde etmesinin sebebi; etkili egiticili bir
siniflandirict olusturmak i¢in NK teorisi ile uzaklik 6grenmesinin birlestirmesidir. Calisma
zamani degerlendirmesi de, NK-k-EYK’nin diger ilgili siniflandiricilara kiyasla oldukga

etkili bir siniflandirici oldugunu kanitlamistir.
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6. NOTROZOFIK CIiZGE KESIM KULLANAN ETKILi BIR GORUNTU
BOLUTLEME ALGORITMASI

6.1. Giris

Bu boéliimde, noétrozofinin goriintli iizerindeki belirsizligi yorumlama avantaji
kullanilarak goriintii boliitleme igin NK ve ¢izge kesim (CK) birlestirilmistir. Bunun
sonucunda etkili goriintii boliitlemesi igin Notrozofik Cizge Kesim (NCK) adinda yeni bir
yontem Onerilmistir. Ilk olarak, goriinti NK kullanilarak yorumlanmis ve buna gore
belirsizlik dereceleri hesaplanmigtir. Daha sonra uzamsal ve yogunluk bilgisinin
birlestirilmesiyle tanimlanan goriintii tizerindeki belirsizlik degerini kullanan bir belirsizlik
filtresi olusturulmustur. Belirsizlik filtresi, uzamsal ve yogunluk bilgisinin belirsizligini
azaltmaktadir. Goriintii lizerinde bir ¢izge tanimlanmis ve her bir pikselin agirligy, belirsizlik
filtresi kullanimindan sonraki deger ile gdsterilmistir. Enerji fonksiyonu da nétrozofik deger
kullanilarak yeniden tanimlanmistir. Nihai boliitleme sonuglari elde etmek igin, cizge
tizerinde en biyiik akig (maximum-flow) algoritmasi uygulanmistir.

Onerilen NCK ydntemi, hem giiriiltiisiiz hem de farkl1 giiriiltii seviyelerine sahip dogal
goriintlilerde boliitleme uygulamasi yapilarak degerlendirilmistir. Meveut yontemlerle
karsilastirildiginda onerilen yontemin hem nicelik bakimindan hem de nitelik bakimindan

daha 1yi basarim gosterdigi ve etkili oldugu goriilmiistiir.
6.2. Onerilen Yéntem
6.2.1. Notrozofik Goriintii

NK’deki bir 6ge (eleman) su sekilde tanimlanir: A = {A4, 4,, ..., A} notrozofik
kiimede bir alternatif kiime olsun. Alternatif A;, {T(4;),1(4;),F(A;)}/A; dir, burada
T(A4;), I(A;) ve F(4;) dogruluk, belirsizlik ve yanliglik kiimelerinin iiyelik degerleridir.

NK’deki bir I,,, goriintiisiine nétrozofik goriintii denmektedir. Ts, I ve Fg kullanilarak
yorumlanan Iys seklinde gosterilmektedir. Iyg de bir P(x,y) pikseli verildiginde
Pys(x,y) = {T5(x,y), Is(x,y), Fs(x,y)} olarak yorumlamr. Ts(x,y), Is(x,y) ve Fs(x,y)
sirasiyla On plana, belirsiz kiimeye ve arka plana ait {iyelikleri temsil etmektedir.

Yogunluk degeri ve yerel uzamsal bilgiye dayali olarak, dogruluk ve belirsizlik

tiyelikleri yerel komsuluklar boyunca belirsizligi tanimlamak i¢in su sekilde kullanilmistir:



— g(x,y) — Ymin

max — Ymin

Ts(x,y) (6.1)

Gd (X, y) - dein

deax - dein

Is(x,y) = (6.2)

burada g(x,y) ve G4(x,y), gorintii tzerindeki (x,y) pikselinin yogunluk ve egim
biytiklikleridir.

Ayrica farkli gruplar arasindaki yogunlugun belirsizligini géz Oniine alan, kiiresel
yogunluk dagilimina dayali nétrozofik iiyelik degerleri de hesaplanmistir. NCO kiimeleme
diger algoritmalardaki belirsiz noktalarin ele alinmasindaki dezavantajlarin {istesinden
gelmektedir [13]. Burada, boéliitlenecek yogunluktaki farkli gruplar arasinda bulunan
belirsizlik degerlerini elde etmek i¢in NCO kullanilmistir.

NCO kullanarak, dogru ve belirsiz tiyelikler su sekilde tanimlanmaktadir:

-1

1% 2 1 AN =
K = EZ(xi =) P (81 i) P 6T (63)
]=
K 2
Tny; = a (x; —¢j) m-1 (6.4)
K 2% 6
L, =— . — C: m— 5
n; p— (Xi — Cimax) 1 (6.5)

burada Tnyj Ve Iy, i noktasinin dogru ve belirsizlik iiyelik degerleridir ve kiime merkezi de

¢; dir. Cimax Tnij’nin en biiyiik ilk iki degerinin indeksi kullanilarak elde edilmektedir.

Onlar her bir yinelemede, € sonlandirma kriteri olmak {izere, Tnij(kﬂ) - Tnij(k) < ¢ olana

kadar giincellenmektedir.
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6.2.2. Belirsizlik Filtrelemesi

Belirsizlige dayali yeni bir filtre tanimlanmistir ve boliitlemedeki belirsizlik bilgisinin
etkisini ortadan kaldirmak i¢in kullanilmistir. Cekirdek fonksiyonu asagidaki gibi bir Gauss

fonksiyonu kullanilarak tanimlanabilir:

1 u? + v?
G,(u,v) = 2707 exp <— 207 ) (6.6)
o,(x,y) = f(I(x,y)) = al(x,y) + b (6.7)

burada g; belirsizlik derecesine bagli bir fonksiyon f(+) olarak tanimlanan standart sapma
degeridir. Belirsizlik seviyesi yiiksek oldugunda o; biiyiiktiir ve filtreleme mevcut yerel
komsuluklar1 daha diizgiin hale getirebilir. Belirsizlik seviyesi diisiik oldugunda a; kiiciiktiir
ve filtreleme yerel komsuluklar iizerinde daha az diizglinlestirme islemi gerektirir. Gauss
fonksiyonunu kullanmanin nedeni, belirsizlik derecesini daha diizgiin bir filtre agirliklarina
esleyebilmesidir (map etme).

Ts(x, y) tlizerinde belirsiz bir filtreleme yapilir ve daha homojen hale gelir:

Ts'(x,y) = Ts(x, ) @ Gis(u,v)

y+m/2 x+m/2

(6.8)
= Z Z Ts(x_u,y_v)G]s(urv)
v=y-m/2 u=x-m/2
G()—1 s (6.9)
= o "\ 202 |
o1s(x,y) = f(Is(x,¥)) = als(x,y) + b (6.10)

burada Ts" belirsiz filtreleme sonucudur. a ve b dogrusal fonksiyonda belirsizlik seviyesini

bir parametre degerine ceviren parametrelerdir. Filtreleme, NCO’dan sonra Tnl.j(x, y)

tizerinde de kullanilir. NCO’nun girisi, belirsizlik filtrelemesinin ardindan yerel uzamsal

notrozofik degerdir.
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Tn;j(xjy) = Tnij(x'y) @ Gn(w,v)

y+m/2  x+m/2

(6.11)
= Z Z Tnl.j(x -u,y — )G, (u,v)
v=y-m/2 u=x-m/2
1 u? + v?
V) = - 12
Gln(u V) 271'0'1271 eXp( zo_lzn > (6 )
(%) = f(In(x,3)) = cly(x,y) + d (6.13)

burada Tn;j, T iizerindeki belirsiz filtreleme sonucudur ve m filtre ¢ekirdeginin boyutudur.
Bir ¢izge olusturmak icin Tn;j ve goriintiiyli boliitlemek i¢in en biiyiik akis algoritmast

kullanilmistir.
6.2.3. NCK: Notrozofik Cizge Kesim Yontemi

Bir C = (S, T) kesimi, bir G = (V,E) ¢izgesini iki alt kiimeye ayirir: S ve T. Bir
C = (S, T) kesiminin kesim kiimeleri bir bitis noktas1 S’de ve diger bitis noktast 7°de olan
kenarlarin {(u, v) € E|u € S,v € T} kimesidir. Cizge kesimler, bir ¢izgeyi en biiyiik akis
problemine veya gizgenin en az kesimine doniistiiren, enerjiyi en aza indirgeme agisindan
formiile ederek goriintii boliitleme problemlerini etkili bir sekilde ¢ozebilir.

Enerji fonksiyonu genellikle iki bilesenden olusmaktadir: veri kisitt E,.,; Ve

duzginlik kisitt E g5 g iin -
E(f) = Everi(f) + Edﬁzgi'm(f) (6.14)

burada f pikselleri farkli gruplara atayan bir haritadir (esleme). E,q.;, f ve atanmis golge
arasindaki benzesmezligi Ol¢lip bunu t-link olarak gosterirken, Egizqin . f 'nin parga
diizgiinliigliniin kapsamini degerlendirir ve bir ¢izgede n-link olarak géstermektedir.

Enerji fonksiyonu uygulamasinda farkli modellerin farkli bi¢imleri vardir. Potts

modeline dayanan fonksiyon su sekilde tanimlanmaktadir:
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ER) =) Dy () + D Vipay U )

pPEP {r.q}en (6.15)

burada p ve g pikseller ve N ise p’nin komsulugudur. D, p pikseli i¢in bir béliitlemenin ne
kadar uygun oldugunu degerlendirmektedir.

Onerilen NCK algoritmasinda, veri fonksiyonu D,, ve diizgiinliik fonksiyonu Vg, 3 su

sekilde tanimlanmustir:

Dij(p) = |Tuf; (@) - G 6.16)

Vip.ay(for fa) = ud (fy # ) (6.17)
_(1eger (f, # f;)

5(fp 4 fq) 4 {O diger ;ururl:zlarda (6.18)

burada u, [0,1]’deki sabit bir sayidir ve p ve q piksellerinin etiketlemesindeki anlagsmazligin
bir cezasi olarak kullanilmaktadir.

Enerji fonksiyonu, NK alaninda yeniden tanimlandiktan sonra nesneleri arka plandan
ayirmak i¢in CK teorisinde en biiyiik akis algoritmasi kullanilmigtir. Biitiin adimlar su

sekilde 6zetlenebilir:

Admm 1:  Yerel nétrozofik degerler T ve Is’yi hesapla;

Admm 2:  [g’yi kullanarak T tizerinde belirsizlik filtrelemesi yap;

Adim 3: T, ve I,,’yi elde etmek icin filtrelenmis T alt kiimesi lizerinde NCO
algoritmasi kullan;

Admm 4:  [,’ye dayal belirsizlik filtresi kullanarak T, yi filtrele;

Adim 5: T, degerine dayali enerji fonksiyonunu hesapla;

Adim 6: En biiylik akis algoritmasi kullanarak goriintiiyii boliitle.
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Onerilen yaklasimin akis semas1 Sekil 6.1°de gosterilmistir.

[ Giris goriintiisii }

A 4

Yerel yogunluklari kullanarak Tg ve Ig’yi hesapla

A 4

Ts alt kiimesine belirsizlik filtresi uygula

A 4

Filtrelenmis Tg tizerinde NCO kullanarak Ty, ve I’yi
hesapla

A 4

Ty alt kiimesine belirsizlik filtresi uygula

A 4

Filtrelenmis Ty, yi kullanarak enerji fonksiyonu tanimla

A

En biiyiik akis algoritmas1 kullanarak gorlintiiyli boliitle

[ Boliitlenmis goriintii }

Sekil 6.1. Onerilen NCK yonteminin akis semasi

Tiim algoritmanin adimlarini gostermek icin, Sekil 6.2°de 6rnek bir goriintii kullanarak

bazi ara sonuclar gosterilmistir.
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(@) ' (b)

(©) | ()

Sekil 6.2. “Lena” goriintiisii i¢in ara sonuglar: (a) Orijinal goriintd, (b) Ts sonucu, (c) Is sonucu, (d) Filtrelenmis

Ts sonucu, (e) Tn’nin filtreleme sonucu, (f) Nihai sonug
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6.3. Deneysel Sonuclar

Girtiltii gibi belirsiz bilgiye sahip goriintiileri boliitlemek zordur. Bu problemi ¢6zmek
icin farkli algoritmalar gelistirilmistir. NCK yaklasimi, goriintii boliitlemedeki basarim
degerlendirmesi i¢in birgok goriintii iizerinde test edilmistir. Onceki yontemlerden [68] daha
iyi basarim gosteren son zamanlarda yayinlanmis nétrozofik benzerlik kiimeleme (NBK)
yontemi [77] ve yeni gelistirilen bir CK yontemi ile karsilagtirilmigtir [118].

Tiim deneyler ayn1 parametre degerleri kullanilarak yapilmistir: a = 10; b = 0,25;

c=10:d =0,25veu = 0,5.

6.3.1. Niceliksel Degerlendirme

NCK yontemini, NBK ve CK yontemleriyle gorsel olarak karsilastirmak i¢in yapay
guriltili gorintiiler kullanilmistir. Sonrasinda basarimlart iki 6l¢tit Kullanarak niceliksel
olarak test edilmistir. NBK yonteminde [77], basarimi degerlendirmek igin yapay giiriiltiili
goriintliler kullanilmistir. Karsilastirmanin adil ve tutarli olmasi i¢in ayn1 goriintii ve giiriiltii
secilmis ve ii¢ algoritma da bunlar {izerinde test edilmistir.

64, 128 ve 192 yogunluklarina sahip yapay bir goriintiiye Gauss giiriiltiisii eklenmis
ve bu gorinti NCK, NBK ve CK algoritmalarinin bagarimini degerlendirmek ig¢in
kullanmilmistir. Sekil 6.3 (a)’da giiriiltii ortalama degeri 0 ve varyans degerleri sirasiyla 80,
100 ve 120 olan orijinal giirtiltiilii goriintii gosterilmistir. Sekil 6.3 (b)-(d)’de sirasiyla NBK,
CK ve NCK yontemlerine gore sonuglar listelenmistir. Ayrica Sekil 6.3’teki sonuclar NCK
yonteminin diisiik kontrasth ve giiriiltiilii yapay goriintiilerde NBK ve CK yontemlerinden
gorsel olarak daha iyi basarim gosterdigini ortaya kogsmustur. Sekil 6.3 (b) ve (c)’de yanlis
gruplara atanmug pikseller, Sekil 6.3 (d)’de NCK yontemiyle dogru gruplara atanmugtir.

Etiketlemeyi zorlastiran sinir pikselleri de NCK tarafindan dogru kategorilere boliitlenmistir.
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(d)

Sekil 6.3. Diisiik kontrastli ve giiriiltiili yapay bir goriintii lizerinde boliitleme kargilagtirmasi (a) Farkli

seviyelerde Gauss giiriiltiisii olan yapay goriintii, (b) NBK sonuglari, (¢) CK sonuglari, (d) NCK sonuglari
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Yanlis siniflandirma hatast (YSH), bdliitleme basarimlarini degerlendirmek igin
kullanilmaktadir [119-121]. YSH, yanlislikla 6n planda kategorize edilmis arka planin

yiizdesini ve bu durumun tersini 6l¢mektedir.

|Bo N Br| + |Fp N Fr|
YSH=1-—
|Bol + |Fpl (6.19)

burada F,, By, Fy ve By sirasiyla kesin-referans goriintiisii ve elde edilen sonug goriintiisii
tizerindeki nesne (6n plan) ve arka plan pikselleridir.
Buna ek olarak, Basarim 6lciisii (BO) (Figure of Merit)(FOM) [120], béliitlenmis

sonug ile kesin-referans (ground truth) arasindaki farki degerlendirmek igin kullanilmistir:

1 & 1
g max(N;, N,) kZl 1+ Bd2(k) (6.20)

burada N; ve N,, boliitlenmis nesnenin ve dogru nesnelerin piksellerinin sayisidir. d(k),
k’ninc1 gergek pikselden en yakin boliitlenmis sonug pikseline olan uzakliktir. B, bir sabittir
ve kaynak [31]°de 1/9 olarak secilmistir.

Giiriltili gorlintiiniin kalitesi bir sinyal giiriiltii oran1 (SGO) ile dlgiilmektedir:

YA YVA A(r o)

SH-ASW=1(I(r, c) — I,(r, )’ (6.21)

SGO = 10log

burada I,,(r,c) ve I(r,c) srasiyla giiriiltiili ve orijinal gorintiideki (r,c) noktasinin
yogunluk degerleridir.

YSH ve BO sonuglar Sekil 6.4 ve 6.5’te ¢izilmistir; burada “+” NBK ydntemini, “o0”
CK yontemini ve “+” NCK yontemini gostermektedir. NCK yontemi en diisiik YSH
degerlerine sahiptir. NCK’nin tiim YSH degerleri 0,043’ten daha kiiciiktiir, NBK ve CK
yontemlerinden elde edilen tiim degerler NCK yonteminin degerlerinden daha biiytiktiir.

NBK’nin en diisiik YSH degeri 0,1614 ve CK’nin en diisiik YSH degeri 0,0327 iken; NCK
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SGO 5,89 dB oldugunda YSH=0,0068 degeriyle en iyi basarimi elde etmistir. NCK o6zellikle
diisiik SGO’da, NBK ve CK’dan daha biiyiik BO degerlerine sahiptir.

035 T T T T
—%—NBK
—6—CK
03 r —f— NCK

T
1

0.25

YSH

T
1

0.15

0.05

SGO (dB)

Sekil 6.4. YSH’nin ¢izimi *: NBK yontemi, o: CK yontemi, +: NCK yontemi

| W . —r\l-
0.95 .
09r A
O L i
R 0.85
0.8 .
0.75 r =—f—NCK | ]
—6—CK
—%— NBK
0.7 1 1 1 1
3.5 4 4.5 5 5.5 6

SGO (dB)

Sekil 6.5. BO’niin ¢izimi *: NBK yontemi, o: CK yontemi, +: NCK yontemi
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Karsilastirma sonuglar1 Tablo 6.1°de listelenmistir. YSH ve BO niin sirasiyla ortalama
ve standart sapmas1 NBK yontemi kullanildiginda 0,247 + 0,058 ve 0,771 £ 0,0252; CK
yontemi kullanildiginda 0,062 + 0,025 ve 0,897 £ 0,027; NCK kullanildiginda 0,015 + 0,011
ve 0,987 £ 0,012°dir. NCK ydntemi daha diisiik YSH ve BO degerleriyle NBK ve CK

yonteminden daha iyi basarim elde etmistir.

Tablo 6.1. Degerlendirme 6l¢iitleriyle basarim karsilagtirmalar

Olgiitler NBK CK NCK
YSH 0,247+ 0,058  0,062+0,025 0,015+0,011
BO 0,771+ 0,025 0,897+ 0,027 0,987 +0,012

6.3.2. Dogal Goriintiilerde Basarim

NCK’nin basarimint dogrulamak i¢in bircok goriinti kullanilmistir. Ayrica
iyilestirilmis bir ¢ekirdek ¢izge kesim (CCK) algoritmasina [122] dayanan yeni gelistirilmis
bir goriintii boliitleme algoritmasi ile sonuglar karsilagtirilmistir. Burada, NCK yonteminin
boliitleme basarimini gostermek igin bes tane gorlintii rastgele secilmistir. Sekil 6.6-
6.10°daki ilk satir orijinal goriintliyli ve sirastyla NBK, CK, CCK ve NCK’nin boliitleme
sonuclarin1 gostermektedir. Diger satirlar giiriiltiilii goriintiilerin sonuglarini gostermektedir.
NCK’nin sonuglart NBK, CK ve CCK’dan gorsel olarak daha iyi Kkalitededir. Orijinal
goriintiilerde, NCK ve CK benzer sekilde dogru sonuglar elde ederken, CGC yetersiz
boliitleme elde etmistir. Giiriiltii arttigt zaman NBK ve CK bundan oldukga etkilenir ve asir
boliitlemeye maruz kalirlar. CCK sonuglart da yetersiz boliitleme ile bazi ayrintilari
kaybeder. Bununla birlikte, NCK giiriiltiiye maruz kalmaz ve ¢ogu piksel dogru gruplara
ayrilir; sinirdaki ayrintilar iyice boliitlenmistir.

Sekil 6.6 “Lena” goriintiisiindeki boliitleme sonuglarin1 gdstermektedir. Seklin son
satirinda bulunan NCK digerlerinden daha iyi sonuglar vermistir. Yiiz, burun, agiz ve goz
bolgeleri NCK tarafindan dogru bir sekilde boliitlenmistir. Sa¢ bolgesi ve sapkanin
iistiindeki alan gibi giiriiltiilii bolgeler de dogru bir sekilde boliitlenmistir. Bunula birlikte,
NBK ve CK yontemleri 6zellikle sapkanin {istiindeki bolgede yanlis boliitleme elde etmistir.
CCK sonuglart yiizdeki ve gozlerdeki bazi detay bilgileri kaybetmistir.
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Sekil 6.6. “Lena” goriintiistindeki karsilastirma sonuglar1 (a) Farkli Gauss giiriiltii seviyesine sahip “Lena”
gorilintiisi, varyans: 0, 10, 20, 30, (b) NBK bolitleme sonuglari, (¢) CK bélitleme sonuglari, (d) CCK

boliitleme sonuglari, (¢) NCK boliitleme sonuglari

Sekil 6.7°de gosterildigi gibi “Peppers” goriintiisii lizerinde tim yOntemlerin
basarimlar1 karsilastirilmistir. Diger karsilastirmalar i¢in daha 6nce de belirtildigi gibi sifir
giiriiltii seviyesi i¢cin CK, NCK ve CCK benzer boliitlemeler iiretmistir. CK, CCK ve NCK
yontemleri tiim giiriiltli seviyelerinde NBK’dan daha iyi boliitleme sonuglar elde etmistir.
Giirtiltii seviyesi artik¢a onerilen NCK yonteminin etkinligi daha belirgin hale gelmistir. CK
sonuglarinda bazi yanlis boliitleme bolgeleri (gri biber bolgelerinde siyah bolgeler) vardir.
Arka plan bolgelerinin bazilar1 da CK ydntemi ile yanlis boliitlere ayrilmistir. Onerilen NCK
yontemi ile daha uygun ve daha dogru béliitler elde edilmistir. Ozellikle giiriiltii seviyeleri
20 ve 30 i¢in daha az yanlis boliitleme bolgeleri iirettiginden, NCK yOnteminin boliitleme
basaris1 gorsel olarak digerlerinden daha iyidir. Bu goriintii lizerinde CCK, bdliitleme

sonuclar1 bakimindan NCK ile benzer bir basarim elde etmistir.
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Sekil 6.7. “Peppers” goriintiisiindeki karsilastirma sonuglar1 (a) Farkli Gauss giirtiltii seviyesine sahip
“Peppers” goriintiisii, varyans: 0, 10, 20, 30, (b) NBK boliitleme sonuglari, (¢) CK boliitleme sonuglari, (d)
CCK boliitleme sonuglari, (¢€) NCK boliitleme sonuglari

“Woman” goriintiisiindeki karsilastirma sonuglart Sekil 6.8’de verilmistir. Gliriilti
seviyesi arttiginda NBK yonteminin daha kotii boliitleme sonuglar tirettigi agiktir. Daha
homojen bolgeler tireten CK ve CCK yontemleri, NBK yontemi ile karsilastirildiginda daha
1yi sonuglar vermistir. Ayrica CK, CCK ve NBK yontemlerinin giiriiltiisiiz durumda ayn
boliitleme sonuglar tirettigini sdylememiz gerekir. Ancak giiriiltii seviyesi arttik¢a kadinin
yiizii daha karisik hale gelmektedir. Ote yandan dnerilen NCK yontemi, diger yontemlere
kiyasla daha belirgin bolgeler iiretmistir. CCK sonuglarinda gozlerin ve burnun sinirlart
taninamaz hale gelmistir. Bunun yaninda NCK tarafindan tiretilen bolgelerin kenarlar1 daha

diizgiin ve piiriizsiizdiir.
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Sekil 6.8. “Woman” goriintiisindeki kargilastirma sonuglari (a) Farkli Gauss giriiltii seviyesine sahip
“Woman” goriintiisii, varyans: 0, 10, 20, 30, (b) NBK bdliitleme sonuglari, (c) CK boliitleme sonuglari, (d)
CCK boliitleme sonuglari, (e) NCK béliitleme sonuglari

Sekil 6.9°da gosterildigi gibi bu yontemler “Lake” goriintiisiiyle de kargilagtirilmistir.
Karsilastirmalarda, CK, CCK ve NCK yontemlerinin NBK yonteminden daha 1yi sonuglar
urettigi goriilmistiir. Sonuglar 6zellikle yiiksek giiriiltii seviyelerinde daha 1yidir. CK ve
CCK yontemlerinin daha homojen bolgeler iirettigini belirtmek gerekir, ancak bu durumda
smir bilgisi kaybolmustur. Bu CK yonteminin énemli bir dezavantajidir. Ote yandan,
onerilen NCK yontemi kenar bilgilerini korumakla birlikte, kiyaslanabilir benzer homojen
bolgeler iiretmistir. Onerilen NCK yontemi 6zellikle yiiksek giiriiltii seviyelerinde daha iyi

sonuglar vermistir.
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Sekil 6.9. “Lake” goriintiisiindeki karsilastirma sonuglar1 (a) Farkli Gauss giiriiltii seviyesine sahip “Lake”
goriintiisii, varyans: 0, 10, 20, 30, (b) NBK boliitleme sonuglari, (¢) CK béliitleme sonuglari, (d) CCK

boliitleme sonuglari, (¢) NCK boliitleme sonuglari

Sekil 6.10°da, karsilastirma amaciyla daha uygun bir goriintii kullanilmistir. Kan
hiicreleri nesne olarak degerlendirilebilirken, goriintiiniin geri kalani arka plan olarak
diistiniilebilir. “Blood” goriintiisiinde, NBK ve NCK yontemleri benzer boliitleme sonuglart
tretmistir. CCK, arka plan bolgesinde bazi yanlis bélitlere ayrilmistir. NCK, kan
hiicrelerinin dogru ve tam olarak ¢ikarildigi giriltili “Blood” goriintiisiinde daha iyi

sonuglara sahiptir. Bu goriintiide NCK algoritmasinin iistiinliigii de gozlemlenebilir.
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Sekil 6.10. “Blood” goriintiisiindeki karsilagtirma sonuglar (a) Farkli Gauss giiriiltii seviyesine sahip “Blood”
goriintiisii, varyans: 0, 10, 20, 30, (b) NBK bdliitleme sonuglari, (¢c) CK bdliitleme sonuglari, (d) CCK

boliitleme sonuglari, (¢) NCK boliitleme sonuglari
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7. SONUCLAR VE DEGERLENDIRME

Bu tez calismasinda, ndtrozofik mantik temel alinarak goriintii boliitleme ve oriintii
tanima alanlar1 i¢in yeni algoritmalar ve yeni yontemler 6nerilmistir. Bunlardan ilki, CNCO
kiimeleme algoritmasidir. Dogrusal olmayan verilerin kiimelemesinde etkin olarak
kullanilabilen bu algoritma ayn1 zamanda giiriiltii ve aykir1 veri igeren kiimelerle de 6nemli
basarilar elde edebilmektedir. CNCO algoritmasi goriintii boliitleme uygulamalarinda iyi
sonuglar vermistir. Ikinci olarak NAAOM ydntemi Onerilmistir. Bu yontemde, AOM
ndtrozofik kiimeye uygun olarak agirliklandirilmistir bunun sonucunda NAAOM
yonteminin dengesiz veri kiimeleri lizerinde yiiksek siniflandirma dogruluguna sahip oldugu
goriilmiistiir. Ugiincii olarak k-EYK siniflandiricis ndtrozofik agidan ele alinarak NK-k-
EYK smiflandiricist onerilmistir. NK-k-EYK simiflandiricisinin - siniflandirma  basarimi
artirilmasi igin notrozofik kiimeye dayali iiyelikler benimsenmistir. Son olarak etkili bir
goriintii boliitlemesi icin NCK yéntemi Onerilmistir. Onerilen NCK ydntemi, nétrozofik
belirsizlik filtresine sahip oldugundan hem temiz hem de giiriiltii gibi belirsizlik bilgisine

sahip goriintiileri etkin ve diizgiin bir sekilde boliitleyebilmektedir.
7.1. Sonuclarin Degerlendirilmesi

Ucgiincii boliimde, yeni bir veri kiimeleme algoritmasi olan CNCO 6nerilmis ve genis
Olclide deneyler yapilarak verimliligi test edilmistir. Cekirdek bilgilerinin NCO’ya
eklenmesi onu dogrusal olmayan veri kiimelemesinde kullanilabilir hale getirmistir.
Onerilen algoritma, cesitli yapay ve gercek veri kiimelerinin kiimelemesinde oldukca
bagarilidir. Buna ek olarak, 6nerilen CNCO yonteminin goriintii boliitleme uygulamalart da
umut vericidir. Verimliligin yani sira, onerilen CNCO yontemi yeni amag¢ ve iyelik
fonksiyonlar1 nedeniyle giiriiltii ve aykir1 veri noktalarinin iistesinden gelmistir. CNCO,
belirsizlik bilgisini verimli bir sekilde isleme yetenegiyle veri madenciligi ve makine
Ogrenmesi alanlarinda daha fazla uygulama alani bulacaktir.

Dérdiincii boliimde, Notrozofik kiimelemeye dayali yeni bir AAOM modeli
Onerilmistir. Bu yeni agirliklandirma semasi, her bir veri noktasinin dogru, belirsiz ve yanlis
tiyeliklerini AOM’ye tanitmustir. Boylece siiflandirma asamasinda, giiriiltiiniin ve aykiri
degerlerin etkisini kaldirilabilir ve daha iyi siniflandirma sonuglara ulasilabilir. Ayrica,

onerilen NAAOM semas: smifsal dengesizlik problemini daha etkin bir sekilde



halletmektedir. Degerlendirme deneylerinde, NAAOM yénteminin basarimi AOM, AAOM,
topluluk temelli iki AAOM ve DVM yéntemleriyle karsilastirilmistir. Deneysel sonuglar,
NAAOM’nin yapay veya gercek ikili dengesiz veri kiimeleri i¢in karsilastirilan
yontemlerden daha etkili olabilecegini gostermektedir.

Besinci bolimde, NK-k-EYK denilen NK teorisine dayali yeni bir egiticili
smiflandirma yontemi dnerilmistir. Onerilen NK-k-EYK yontemi, iiyelikleri egiticili NCO
kiimeleme algoritmasina dayali olarak egitim Orneklerine atamaktadir ve Ornekleri
notrozofik tyeliklerine gore siniflandirmaktadir. Bu yaklasim, daha 6nceden Onerilmis
bulanik k-EYK yonteminin yanlislik ve belirsizlik kiimelerinin eklenmesiyle olusan bir
uzantist olarak goriilebilir. Onerilen ydntemin etkinligi kapsamli deney sonuglari ile
gosterilmisgtir.  Sonuglar ayni zamanda diger gelistirilmis k-EYK yontemleriyle
karsilastirilmistir. Elde edilen sonuglara gore, onerilen NK-K-EYK yontemi ¢esitli
siiflandirma uygulamalarinda kullanilabilir.

Altinc1 boliimde, giirtiltii gibi belirsiz bilgiye sahip goriintiileri boliitleyebilmek igin
etkin bir yontem gelistirilmesi amaglanmistir. Bu zorlugun iistesinden gelmek icin
notrozofik ¢izge kesimine dayali yeni bir goriintii boliitleme yontemi dnerilmistir. Goriintd,
NK alanina eslenmis ve yeni tanimlanan bir belirsizlik filtresi kullanilarak filtrelenmistir.
Sonrasinda noétrozofik degerlere gore yeni bir enerji fonksiyonu tasarlanmistir. Belirsizlik
filtreleme islemi, kiiresel yogunluklarin ve yerel uzamsal bilgilerin belirsizligi ortadan
kaldirmigtir. Boliitleme sonuglari en biiyiik akis algoritmasi ile elde edilmistir. Karsilagtirma
sonuglari, dnerilen yontemin mevcut yontemlere gore daha iyi basarim gosterdigini hem
nicel hem de nitel olarak gostermistir. Ayrica onerilen NCK yontemi, bir goriintiideki
belirsizlik bilgilerini iy1 bir sekilde isleyebildiginden; hem temiz goriintiileri hem de

giiriiltiilii goriintiileri diizgilin ve etkin bir sekilde boliitlere ayirabildigi goriilmiistiir.
7.2. Gelecekteki Calismalar

Doktora tez siirecinde yapilan caligmalarin ve elde edilen bulgularin degerlendirilmesi

sonucunda ileri zamanlarda yapilmasi diisiiniilen ¢aligmalar asagida belirtilmistir:

e  Gelecekte ¢alismalarda NAAOM yoénteminin ¢ok sinifli dengesiz veri kiimelerine

uygulanabilmesi i¢in gelistirilmesi diistiniilmektedir.

e Bir diger gelecek ¢alisma konusu olarak NK-k-EYK’nin dengesiz veri kiimesi

problemlerine uygulanmasi planlanmaktadir.
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e Deney sonuglarinin, Freidman testi ve Wilcoxon signed-rank testi gibi parametrik

olmayan istatistiksel yontemlerle analiz edilmesi amaglanmaktadir.

7.3. Yaylar

Bu tez calismasi kapsaminda uluslararasi indeksli dergilerde bes adet makale

yayinlanmis [90-94] ve ayrica bir adet yurti¢i uluslararasi konferans bildirisi sunulmustur
[89].
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